
기술 보고서

2014년 계산가속기에서 사용자코드

이식성 및 성능테스트 분석

2014.11

슈퍼컴퓨팅사용자지원실





목  차

및 목록 ·······························································································································1

1. 사용자코드 - Particle-In-Cell 기반 Magnetron Sputtering 시뮬레이션 코드 ·············· 3

2. 사용자코드 - 천체물리 N-Body 시뮬레이션 코드 GOTPM ···········································14

3. 사용자코드 - 비등방성 다상장모델 코드 ··········································································23

4. 사용자코드 - Lattice QCD 코드 ························································································25

5. 사용자코드 - 모바일센서데이터 분석코드 ········································································46

6. 범용 수치라이브러리 - FFT (Fast Fourier transform) 라이브러리 ····························· 65





- 1 -

2014년 계산가속기에서 사용자코드 이식성 및 성능테스트 분석
◦ 개요

∙ CPU 기반 계산시스템에서 수행하는 in-house 사용자코드를 가속기 기반 시스

템으로 이식 및 성능테스트 

프로그램
NVIDIA GPU Xeon Phi

이식성 성능평가 이식성 성능평가
Particle-In-Cell

기반 

Magnetron

Sputtering

CUDA로 

개발

원본코드 대비 40배 향

상
- -

천체물리 

N-Body

모사코드 

GOTPM

CUDA로 

개발

GPU 병렬화 부분 97

배, 전체 실행 시간 4.3

배 향상

- -

비등방성 

다상장모델 

코드

CUDA로 

개발

단일노드에서 CPU 대비 

4.16배 향상

Native로 

수행

단일노드에서 CPU 대비 

1.04배 향상

Lattice

QCD 코드

CUDA로 

개발

단일노드에서 CPU 대

비 147.53배 향상, 노드 

8개까지 병렬확장성 보

장

Native로 

수행

단일노드에서 CPU 대비 

9.3배 향상, 노드 2개부터 

병렬확장성 보장 안됨

모바일센서

데이터 

분석코드

CUDA로 

개발

단일노드에서 CPU 대

비 약 3배, 12노드의 

CPU대비 약 2배 향상

OpenCL로 

Offload

수행

단일노드에서 CPU대비 3

배, 12노드 CPU대비 약 2

배 향상

∙ CPU 기반 계산시스템에서 수행하는 범용으로 많이 사용하는 수치 라이브러리 

이식 및 성능테스트 

프로그램
NVIDIA GPU Xeon Phi

이식성 성능평가 이식성 성능평가

FFT

라이브러리

cuFFT(CU

DA)

15.48배 향상 (1D FFT,

사이즈 16,777,216)

Native/Off

load

Offload에서 1.13배 성능

저하, Native에서는 3.09배 

향상 (1D FFT, 사이즈 

16,777,216)
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∙ 55.734Tflops 급의 가속기 기반 계산환경 테스트베드에서 테스트: Intel Xeon Phi

7120p 18개(1.238Tflops/1ea*18ea=22.28Tflops)와 Tesla K40m 15개(1.43

Tflops/1ea*15ea=21.45Tflops)

구분 사양
제조사/시스템명 IBM Nextscale  nx360M4

노드수 30
구분 프로세서 가속기

모델명 Intel Xeon E5-2670 v2 Intel Xeon Phi 7120P
NVIDIA Tesla

K40m
클럭(GHz) 2.5 1.238 1.43

CPU

Core수

(개)

소켓 당 10 61 2,880
노드 당 20 61 2,880

전체 600

이론성능

(GFlops)

노드 당 400 1,208(15노드) 1,430(15노드)

시스템 전체 12,000

22,284(3노드는 

카드2개, 12노드는 

카드1개)

21,450

55,734
노드 당 소켓/가속기 

수 (개)
2 1 1

메모리
DDR3 1,866MHz 128GB

(16GBx8ea)

GDDR5 5.5GHz

16GB
GDDR5 12GB

내장디스크 SSD 256GB x 1ea
Interconnection

네트워크
IB 4x FDR(56Gbps)

기반 계산환경 테스트베드 사양
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1. 사용자코드 - Particle-In-Cell 기반 Magnetron Sputtering 시뮬레이션 코드

∙ 코드 개요

- 박막 증착 등의 시뮬레이션에 사용되는 코드로서 (주)경원테크에서 개발하였

음

- 원본 코드는 C++로 작성되었으며 데이터 구조에 STL 라이브러리를 이용

- 실행 시간의 90% 이상을 소비하는 전자기장의 계산을 대상으로 가속기 병렬

화

∙ 수행 내용

- 성능 프로파일링

* PIC-MCC 코드의 병렬화 이전의 원본 코드를 serial 코드, 병렬화 이후

의 코드를 CPU/GPU parallel 코드라고 칭하며 serial 코드는 아래의 6

step의 계산 과정으로 이루어짐. 개발된 프로그램에서는 안정적인 해를

얻을 때까지 계산 과정을 반복 (iteration)하여 수행

step 1. charged density calculation

step 2. potential calculation

step 3. electric field calculation

step 4. monte carlo collision

step 5. particle moving

step 6. particle generation

* serial 코드의 성능 평가에 8개의 계산 코어를 가지는 Intel Xeon

E5-2650 v2 CPU를 사용하였고 병렬화 되지 않은 serial 코드는 1개의

계산 코어만을 이용하여 성능 평가를 실시

* iteration 횟수를 50회, 200회, 1000회로 변경하여 각 계산 구간의 실행

시간을 측정하고 격자 사이즈는 321×321로 설정하였으며 GPU 병렬화에

관련된 이후의 성능 평가도 이와 동일한 조건에서 수행

serial 코드 실행시간 프로파일링 결과
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* 결과: Particle-In-Cell method는 전자기장의 potential 계산 (step 2, 이

하 field solver)와 ion particle의 충돌을 계산하는 Monte Carlo 시뮬레

이션 (step 4)으로 구성. 실제 문제 규모에서는 field solver가 전체 실행

시간의 95~99%를 차지하며 Monte Carlo 시뮬레이션의 계산 시간은 전

체 계산 시간의 1% 미만에 불과. 따라서 병렬화는 주로 Field solver를

중심으로 적용

* 병렬화 대상 선정: Field solver는 전자기장의 potential을 계산하며, 배열

의 각 요소를 독립적으로 계산할 수 있기 때문에 병렬성이 높다고 볼

수 있음. Monte Carlo 시뮬레이션의 경우, 난수 생성과 대상 요소를 가

지는 배열의 동적인 변화와 같은 요인으로 병렬화가 상대적으로 어려우

며, 전체 프로그램 실행시간의 1% 미만에 불과하여 얻을 수 있는 성능

향상이 낮기 때문에 병렬화 대상에서 제외하였음. 따라서 Field solver

를 병렬화 대상으로 하여, CPU 및 GPU에서 병렬화를 수행한 후, serial

코드와 성능 (시간 및 정확도)을 비교하였음

- 병렬화 준비

* NVIDIA GPU 프로그래밍 모델인 CUDA는 C, C++언어를 기반으로 설

계되어 있으나, 기존의 코드를 CPU에서 GPU로 이식하기 위해서는 코

드의 구조를 바꾸는 재정비 작업이 필요. 코드 재정비 작업은 GPU 병렬

화를 가능하게 만드는 알고리즘의 변경과 데이터 구조 변경 및 불필요

한 데이터 삭제를 통한 메모리 최적화 등으로 이루어짐

* 데이터 구조 변경

․ serial 코드는 C++의 Standard Template Library (STL)을 이용하고 있

으며, 이는 GPU 프로그래밍 모델인 CUDA에서 사용하기에 제한이 있기 

때문에 데이터 구조의 변경이 필요하다. serial 코드에서는 전자기장 계

산에 필요한 격자와 입자가 가지는 정보를 저장하기 위하여 STL의 list

데이터 구조를 이용하였으나, 이를 CUDA에서 이용 가능한 C언어의 배

열 데이터 구조로 변경이 필요

* 불필요한 데이터 삭제

․GridType, valBD, locBD는 경계치 값을 저장하기 위하여 serial 코드에 

선언되어 있는 데이터 배열이다. GridType은 경계치 종류, valBD는 경

계치 값, locBD는 각각 경계치 값을 가지는 점의 위치 (index)

․해당 문제에서는 경계치 값을 가지는 위치를 index값으로 계산할 수 있

으며, 경계치 값과 종류가 상수로 표현되기 때문에 데이터 배열을 사용

하지 않고 계산 함수 내부에서 값을 직접 사용할 수 있음

․ GridType, valBD, locBD의 배열을 제거하고 그 값을 함수에 직접 사용

함으로써 메모리 사용량을 줄일 수 있을 뿐만 아니라 CPU-GPU 간의 

불필요한 데이터 통신을 절감할 수 있음
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* 알고리즘 변경

․ serial 코드의 field solver는 Gauss-Seidel method를 이용하여 전자기장

의 potential을 계산하고 있으나, 이러한 수치 해법은 격자간의 수치 의

존성이 존재하여 병렬화에 효율적이지 않음

Gauss-Seidel method

․효율적인 병렬화를 위해 field solver의 수치 해법을 Gauss-Seidel

method에서 Jacobi method로 변경. Jacobi method는 Gauss-Seidel

method와 비교하여 수렴횟수가 증가하는 단점이 있으나, 격자간의 수치 

의존성이 존재하지 않기 때문에 병렬화가 용이함

Jacobi method

․수치 해법 변경에 의한 수렴 횟수의 변화를 다음 표에 나타내었음. CPU

를 이용하였을 경우, Gauss-Seidel method에서 Jacobi method로 변경함

으로써 수렴횟수가 1.3배 정도로 증가함을 확인하였으며 GPU를 이용하

였을 경우도 비슷한 수렴횟수를 기록하였음

수치해법 변경에 따른 수렴횟수의 변화

․수렴횟수가 증가함에 따라서 프로그램의 실행시간이 증가하게 되나,

Jacobi method의 경우 CPU/GPU 병렬화가 가능하기 때문에 병렬화 버

전의 코드가 병렬화가 어려운 Gauss-Seidel method의 코드보다 높은 성

능을 달성할 수 있을 것으로 예상할 수 있음
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- CPU 병렬화

* 실험 환경인 Intel Xeon E5-2650 v2 CPU는 8개의 계산 코어를 가지기

때문에 이를 전부 이용하는 병렬 코드를 작성. CPU parallel 코드를 작

성함으로써 GPU 병렬화에서 발생할 가능성이 있는 문제점을 미리 파악

할 수 있으며, 작성된 코드를 직접 이용하여 KISTI의 GAIA 시스템 등

의 슈퍼컴퓨터 자원을 이용하여 병렬 계산을 수행할 수 있음

* 병렬계산에는 스레드 병렬 프로그래밍 모델인 OpenMP를 이용하여 CPU

병렬화를 수행

* CPU 병렬 코드 작성

․OpenMP 병렬화를 위하여 아래 그림과 같은 코드를 작성. #pragma로 

시작하는 문장이 CPU 병렬화를 지시하는 OpenMP directive이며,

OpenMP 컴파일러가 OpenMP directive를 병렬 코드로 변환함으로써 병

렬 프로그램을 생성함

CPU 병렬코드

․ OpenMP directive는 OpenMP 병렬화를 지원하지 않는 컴파일러에서는 

주석문으로 처리되기 때문에 serial 코드에 직접 기술할 수 있으며, 기타 

스레드 프로그래밍 모델과 비교하여 문법이 간단하기 때문에 병렬화 작

업이 용이

- NVIDIA GPU 병렬화

* 2,496개의 계산 코어를 전부 이용하여 GPU의 성능을 충분히 활용하기 

위하여 NVIDIA CUDA를 이용한 병렬 프로그래밍 작업이 필요. 이하의 

작업을 수행하는 CUDA 코드를 작성하여 GPU 병렬화를 수행

* 병렬화 대상인 Jacobi method의 GPU 코드를 작성. (이하 GPU kernel

함수라고 부름). GPU kernel 함수는 한 개의 GPU 스레드가 수행할 처

리를 기술한 것으로, 그림의 코드에서는 1개의 요소에 대한 계산을 수행
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하고 있음. GPU kernel 함수를 복수의 GPU 스레드에서 실행함으로써 

복수의 계산을 동시에 수행하는 병렬 작업을 GPU 상에서 구현하는 것

이 가능함

GPU Jacobi method 코드

* 아래 그림은 CPU 코드를 작성하여 GPU kernel 함수를 호출할 수 있는

예를 보여줌. NX, NY는 X, Y차원의 grid 크기를 나타내는 상수이며,

NUM_THREADS_X, NUM_THREADS_Y는 X, Y차원을 처리하는

GPU 스레드의 개수를 나타냄. 개발된 GPU parallel 코드에서는 grid 크

기와 동일한 개수의 GPU 스레드를 생성하고, 각 GPU 스레드에서 1개

의 요소를 처리함으로써 GPU를 이용한 병렬 계산을 구현함

GPU kernel 함수를 호출하는 CPU 코드

* GPU의 계산 코어는 GPU 카드 상에 존재하는 GPU 메모리의 값만을 참

조할 수 있기 때문에, GPU kernel 함수의 실행 전후에 CPU-GPU 메모

리간의 데이터 전송이 필요함. 이를 위하여 serial 코드에 GPU 메모리의

확보와 CPU-GPU 간의 데이터 전송 함수를 추가하였음.

cudaMemalloc(), cudaMemcpy() 등과 같은 함수를 이용함으로써 GPU

메모리의 관리 및 데이터 전송을 구현하였으며 특히 전자기장의 계산



- 8 -

값을 저장하는 배열의 경우 각 iteration 마다 값이 갱신되기 때문에

iteration의 횟수만큼 CPU-GPU 통신이 발생하나, GPU kernel 함수의

계산량이 CPU-GPU 통신량과 비교하여 보다 높기 때문에 GPU 병렬화

로 인한 성능 향상이 이를 상쇄할 것으로 예상됨

* serial 코드에서는 각 요소에서 새롭게 계산된 값과 이전 값의 차분을 모

두 더하여 기준 값보다 낮은 경우, 방정식이 수렴한 것으로 판단하였음.

CPU/GPU parallel 코드에서는 각 계산 코어에서 grid를 분할하여 계산

하기 때문에 수렴판정을 위한 차분 값이 계산 코어별로 부분적으로 생

성되나, 코어 간의 값을 더해주어 최종적인 차분 값을 생성함으로써 방

정식의 수렴판정을 수행할 수 있음. 이를 수렴판정을 위한 reduction 연

산이라고 함

* GPU 상에서 수렴판정을 위한 reduction 연산을 구현하기 위하여 Thrust

라이브러리를 이용한다. Thrust는 C++의 STL을 기반으로 한 GPU 라이

브러리이며, vector와 같은 C++의 추상 데이터 구조를 GPU에서 사용

가능하게 해 준다. Thrust의 reduce함수를 이용하여 reduction 연산을

간단하게 구현할 수 있음. 다음 그림은 Thrust로 구현된 reduction 연산

의 코드임

Thrust로 구현한 reduction 연산

- NVIDIA GPU 성능최적화

* GPU 병렬코드 성능분석

․GPU 병렬 코드가 CPU 병렬 코드보다 낮은 성능을 보이는 이유를 분석

한 결과, 수렴판정을 위한 reduction 연산이 주된 성능저하 요인임을 확

인. CPU/GPU kernel 함수에서 reduction 연산을 주석 처리하여 전자기

장의 계산을 수행하는 경우, 해당 문제 사이즈에서 CPU 병렬 코드는 

23.9132초, GPU 병렬 코드는 11.8694초를 기록하여 GPU가 보다 높은 

성능을 보이고 있음을 알 수 있었음

․ GPU kernel의 reduction 연산은 Thrust로 구현되어 있으며, 성능이 저

하되는 이유는 Thrust가 대상 문제 사이즈에서 충분한 성능을 제공하지 

못하기 때문임. 아래 그림에 Thrust로 구현된 reduction 연산과, CUDA

개발 툴킷에서 제공되는 예제를 바탕으로 구현된 reduction 연산의 성능

을 비교한 결과를 나타내었음. 단위는 GFlops이며, 수치가 높을수록 높

은 성능을 의미. kernel 0~6은 예제에서 이루어진 최적화의 정도를 의미

하며, 숫자가 높을수록 더욱 고도의 최적화가 적용됨을 의미
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Thrust reduction과 CUDA Sample reduction의 성능 비교

․위의 그림 첫 번째 실험에서 이루어진 16,777,216개의 요소에 관한 

reduction 연산에서는 Thrust가 kernel 4에 육박하는 성능을 달성하였다.

이와 같은 결과로, 많은 수의 요소를 대상으로 한 연산에 관하여 Thrust

에서 충분한 최적화가 이루어짐을 확인할 수 있었음

․ 기타 실험에서는 대상 문제 사이즈와 비슷한 규모의 요소수의 reduction

연산을 평가하였으나, 이와 같은 경우 Thrust에서 충분한 성능을 제공하

지 못하고 있으며, 수동으로 reduction 연산을 구현한 kernel 0~6이 보다 

높은 성능을 제공함

* reduction 연산 성능 최적화

․위 그림의 실험을 바탕으로 reduction 연산을 구현하는 GPU kernel 함

수를 구현하였다. CUDA 예제에서 대상 문제 사이즈를 다루는 경우,

kernel 3 정도에서 충분한 성능 향상이 이루어짐. 이 이상의 성능 최적

화를 구현할 경우, GPU 코드 내부에 실행 GPU의 아키텍처 및 자원의 

용량에 의존한 최적화 파라미터가 추가되어 이식성이 저하되는 단점이 

있기 때문에, kernel 3에서 이루어진 최적화 기법을 바탕으로 reduction

연산을 구현하였음

․아래 그림에 reduction 연산의 소스코드를 나타내었음. GPU SMX가 보

유하는 shared memory를 이용하여 각 코어가 reduction 연산을 수행하

는 배열을 공유하도록 최적화가 이루어졌음. 메모리 공유를 통하여 불필

요한 메모리 참조 횟수를 경감함으로써 성능 향상을 달성하였음
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최적화된 reduction 연산 코드

* shared memory 최적화

․위에서 이루어진 Jacobi method의 연산도 shared memory를 이용한 성

능 최적화가 이루어 질 수 있음. 스레드가 한 개의 요소를 계산하기 위

하여 주변의 요소를 참조할 필요가 있으나, 이는 주변의 스레드가 담당

하는 요소이기 때문에 이를 shared memory를 이용하여 공유함으로써 

불필요한 메모리 참조를 줄일 수 있음

shared memory를 이용한 Jacobi method

․위 그림은 shared memory를 이용하여 최적화한 Jacobi method의 코드

를 보여주고 있으며 shared memory에 배열 cache를 확보하여 계산에 

필요한 grid mesh의 값을 저장하는 작업을 기술하고 있음. cache의 각 
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요소는 SMX 내부의 코어에서 공유되기 때문에 각 스레드에서 동일한 

위치의 요소를 중복하여 참조하는 문제를 해결할 수 있다음 Jacobi

method의 계산 부분은 배열의 이름이 old_phi에서 cache로 변경된 것을 

제외하면 위 GPU Jacobi method 코드와 동일

․성능 평가 결과 shared memory를 이용한 최적화를 수행하였음에도 불

구하고 위 GPU Jacobi method 코드와 동등한 성능을 보이고 있음. 이

유는 shared memory의 cache 기능이 이미 위의 그림과 동일한 작업을 

수행하고 있으며, 대상 문제 사이즈가 GPU cache에서 전부 수용 가능하

여 shared memory를 명시적으로 이용할 필요가 없기 때문임. 향후 문

제 사이즈가 cache에서 처리하기 어려울 정도로 커질 경우, 위의 그림의 

shared memory를 명시적으로 이용하는 최적화가 유효할 것으로 예상

됨. (이후 성능 평가에서는 위 GPU Jacobi method 코드를 이용함)

* reduction 횟수 경감을 통한 성능 최적화

․대상으로 하는 문제 사이즈에서는 Jacobi method의 계산 시간과 비교하

여 reduction 연산의 계산 시간이 상대적으로 큰 비중을 차지. 수렴판정

은 iteration loop를 종료시키기 위하여 필요한 동작이나, 모든 iteration

에서 수렴판정을 수행할 필요는 없기 때문에 reduction 연산의 실행 빈

도를 조절함으로써 GPU kernel 함수의 성능을 향상시킬 수 있음

․ 개발된 GPU 코드를 수정하여 reduction 연산을 1000 iteration 간격으

로 실행하도록 변경. 오차를 체크하여 종료조건에 근접하였을 경우 

reduction 연산의 간격을 100 iteration으로 변경하여 수렴판정을 보다 

빈번하게 수행하도록 수정

∙ 결과

- NVIDIA GPU 성능평가

* Intel Xeon E5-2650 (8 core CPU), NVIDIA K20 GPU를 이용하여 성능

평가

* CPU 버전은 GPU 병렬화 부분을 OpenMP를 이용하여 병렬화함

* 원본 (ser), OpenMP (omp), CUDA (cuda) 버전을 계산 횟수를 늘려가

면서 성능 비교.

* OpenMP 코드는 원본 코드와 비교하여 7-11배의 성능 향상 달성 (병렬

화 부분인 step 2를 기준으로 하였을 시, 11~13배 성능 향상). 코드 정리

를 통하여 고속화가 이루어졌기 때문에 CPU parallel 코드에서는 계산

코어의 수보다 높은 성능 향상을 달성
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CPU(OpenMP) 병렬화 결과

* CUDA 코드는 원본 코드와 비교하여 10~26배의 성능 향상을 달성 (병렬

화 부분은 31~38배 성능 향상)

* 방정식 계산 부분이 최적화된 CPU코드 대비 3배, 원본코드 대비 약 40

배 성능 향상

Magnetron Sputtering GPU 성능

※각 항목의 숫자는 iteration 횟수이며, cuda_1은 프로토타입 버전, cuda_2

는 reduction 성능 최적화를 수행한 버전, cuda_3은 reduction 연산의 

실행 빈도를 조절하여 성능을 향상시킨 버전의 실행 시간

※reduction 연산을 shared memory로 최적화한 결과 (cuda_2), OpenMP를 

이용한 CPU parallel 코드와 비교하여 보다 높은 성능을 달성

※GPU kernel 함수만을 대상으로 하였을 경우, 프로토타입 버전이 CPU

parallel 코드의 1/4의 성능이었던 반면, shared memory 최적화 버전은 

1.5배의 성능을 달성하였으며, 전체 실행 시간은 1.3배로 향상

※reduction 연산의 빈도를 조절한 결과(cuda_3) 보다 높은 성능 달성
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- 계산 정확도 검증

* CPU/GPU 간의 계산 결과 비교

․GPU에서 계산된 결과값이 타당함을 검증하기 위하여 CPU에서 계산된 

결과 값과 비교

․전자기장의 계산 부분이 GPU 병렬화 되었기 때문에 솔버의 계산 결과 

값인 전자기장의 수치를 CPU와 GPU에서 계산하여 비교함으로써 검증

을 수행

․전자기장 솔버 전후의 계산은 전자기장의 값에 의존하기 때문에 솔버의 

검증을 수행함으로써 GPU를 이용한 코드 전체의 타당성을 검증 가능

* 평가 결과

․다음 그림은 CPU와 GPU에서 계산된 전자기장의 값을 표시한 것이며 

계산 종료 후의 최종 결과 값의 일부를 비교한 그래프

․격자 사이즈는 201×121이며 iteration 횟수는 100000회

․Monte Carlo 시뮬레이션에서 난수를 생성하여 이용하기 때문에 동일한 

값을 얻을 수는 없으나, CPU와 GPU의 계산 결과가 비슷한 경향을 보

이며 GPU에서의 계산이 CPU와 동일한 수준에서 수렴함을 나타내고 있

음. 이와 같은 결과를 통하여 GPU 코드가 CPU 코드와 동등한 계산을 

수행하고 있음을 확인

․ 시뮬레이션 전체의 수행 시간은, 원본 코드인 CPU serial 코드의 경우 

61시간 43분이었으며, GPU parallel 코드의 경우 3시간 49분이 소요되어 

16배의 성능 향상을 달성

계산 결과 비교
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2. 사용자코드 - 천체물리 N-Body 시뮬레이션 코드 GOTPM

∙ 코드개요

- 고등과학원 박창범/김주한 교수팀에서 개발한 코드로서 중력 계산을 통한 천체

물리 시뮬레이션을 수행

- 원거리 계산에는 Particle-Mesh (PM) method, 근거리 계산에는 Tree method를 

병용하여 계산 값을 보정함

- C언어로 작성되어 있으며 MPI 및 CUDA를 이용하여 기본적인 MPI 및 GPU 병

렬화가 구현되어 있음

천체간 거리와 계산 오차에 따른 Tree 
method의 필요성

∙ 수행 방법

- 원본 코드의 수치 알고리즘 및 병렬화 상태 검토

* PM method

․ FFT 루틴을 이용하여 Poisson 방정식의 해를 도출, 질량 밀도 함수의 

계산을 통한 중력 계산을 수행

․ FFT 계산에는 CPU에서 동작하는 수치 라이브러리인 FFTW 2.1.5를 

이용

․ PM method의 경우, FFT 계산의 최적화보다 많은 시간을 차지하는 

노드 간 통신의 최적화에 의한 전치(transpose) 통신의 고속화가 성능 

향상에 유효할 것으로 판단됨

* Tree method

․ 천체간의 거리에 따라서 근사화된 중력 계산을 수행하고 대부분의 실

행 시간을 Tree 데이터 구조의 탐색에서 소비함

․ Tree 구조의 탐색은 GPU에서 고속으로 처리하기 곤란한 불규칙적인 

메모리 참조와 스레드 간 분기 처리가 발생함

․ 원본 코드의 Tree method는 초기의 CUDA 기능을 사용하여 GPU 병

렬화 되어있기 때문에 CPU 버전과 비교하여 성능 향상을 기대할 수 
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있으나, 불규칙적인 데이터 구조 및 스레드간의 부하 불균형 문제를 처

리하기 위하여 도입된 CUDA의 최신 기능들을 이용하고 있지 않음

- 원본 코드 성능 분석

* GPU 테스트 베드를 이용하여 원본 코드의 CPU 실행 성능을 평가 (아래 

그림)

․ CPU 버전의 경우 노드 당 1개의 코어를 이용함

․ 실행 시간의 대부분 (76~90%)이 Tree method의 계산에 소요됨

․ 8노드를 이용한 성능 확장성 평가 결과, 인접 영역의 동기 처리를 위

한 노드 간의 통신으로 인하여 성능 저하가 발생하나, 실행시간의 대부

분을 차지하는 Tree method는 노드 수에 비례하여 계산 시간이 감소

함을 확인

원본코드 CPU 성능평가 결과

* 동일한 시스템에서 원본 코드의 GPU 병렬화 버전의 성능을 평가 (아래 

그램)

․ GPU 병렬화 되어 있는 Tree method (아래 그림의 treeforce,

directnbody)의 실행 시간이 CPU 버전과 비교하여 약 97배 향상됨

․ 전체 실행 시간은 4.3배 향상
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원본코드 GPU 성능평가 결과

․ Tree method는 각 particle 간의 계산을 독립적으로 수행할 수 있기 

때문에 GPU 병렬화가 효율적으로 작용하는 예이며, 성능 평가 결과에

서도 90배 이상의 높은 병렬화 효율을 달성함을 확인하였으나, PM

method의 경우 GPU를 이용하지 않기 때문에 어플리케이션 전체의 병

렬화 효율이 4.3배로 제한됨

․ CPU 버전과 비교하였을 경우, 계산 부분은 GPU 병렬화로 인하여 고

속화 되었으나 노드 간의 통신은 GPU를 이용하지 않기 때문에 실행시

간에 변화가 없음을 확인

․ 성능 평가 결과, GPU로 병렬화 된 MPI 어플리케이션의 경우, 계산 

부분이 고속화 됨에 따라서 노드 간 통신의 전체 실행 시간 대비 비율

이 증가되어 성능 확장성이 CPU 버전과 비교하여 빠른 속도로 악화됨

을 예상할 수 있음.

․ GPU 테스트베드 상의 성능 평가 결과, 2노드 대비 8노드의 성능 향

상 비율이 CPU 버전의 경우 3.6배인 것에 대비하여 GPU 버전은 3.5배

를 달성하여 성능 확장성의 저하를 확인

- GPU 커널함수 분석

* 원본코드에서 이미 Tree method의 treeforce 함수의 directnbody 함수를 

대상으로 GPU 병렬화가 진행되어 있으며, 이 부분이 많은 계산 시간을 

차지함

* directnbody 함수의 경우 shared memory를 이용한 최적화가 진행되어 

있으며 더 이상의 최적화 여지가 없을 것으로 판단

* treeforce 함수를 대상으로 이하의 성능 평가 및 최적화를 진행

․ global memory, texture memory, texture object의 프로그래밍 코스트

와 성능 비교
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․ texture object를 이용한 모듈화 향상 및 고속화

․ thread divergence 경감을 통한 성능 최적화

* treeforce 함수의 경우 CUDA의 새로운 기능인 Dynamic Parallelism을 

이용할 수 있으나, 원본 코드가 재귀적인 함수 호출을 사용하지 않고 일

반적인 반복문으로 구현되어 있으며, Tree 데이터 구조가 재귀적인 함수 

호출에 적합하지 않았기 때문에 thread divergence 경감을 통한 최적화

를 적용함

- treeforce 함수의 최적화

* global memory, texture memory, texture object의 성능 및 

programmability 비교하여 treeforce에 적용

․ global memory: 세 종류의 메모리 중 가장 많은 용량을 가지며,

read/write에 모두 대응하여 범용적으로 사용 가능

․ texture memory: 용량이 제한적이며 read 연산에 적합하다는 제한이 

있으나, global memory와 비교하여 전용 연산 유닛을 이용한 고속 데

이터 전송이 가능함

․ texture object: texture memory와 동일한 기능을 가지나, texture

memory가 OpenGL에서 파생된 구식의 프로그래밍 기법에 따르는 것

에 반해 texture object는 모듈성이 높은 프로그래밍이 가능함

․ treeforce에서 이용되는 Tree 데이터 중 질량 및 위치 정보는 불규칙

적인 read 연산이 빈번하게 발생하기 때문에 texture memory, texture

object를 이용한 최적화가 효율적일 것으로 예상

․ 원본코드에서 texture memory를 이용한 최적화를 수행하였으나, 최신 

CUDA 아키텍처에서 global memory 및 programmability가 보다 우수

한 texture object를 이용한 버전을 작성하여 성능을 비교함

GOTPM의 Tree 구조 (예)

* thread divergence의 경감

․ GOTPM은 비대칭적인 Tree 구조를 가지고 있으며 (위 그림), particle

의 위치관계에 따라서 특정 sub-tree의 계산을 생략하기 때문에 각 
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particle의 계산 부하가 일치하지 않음

Tree 계산 최적화에 의한 thread divergence 경감

․ 위 그림의 before의 예에서 알 수 있듯이 particle b를 계산할 경우,

particle a보다 많은 sub-tree를 생략하기 때문에 계산 불균형이 발생하

게 되며, 특정 시간에 참조하는 particle의 번호도 스레드마다 다름

․ GPU 아키텍처에서는 Warp 내부의 스레드가 동일한 동작을 하는 것

이 성능 향상에 매우 중요하기 때문에 모든 스레드에서 동일한 방식으

로 Tree 구조를 탐색하도록 변경하는 것이 성능 향상에 도움이 될 것

으로 예상됨

․ 각 스레드에서 Tree 구조를 전부 탐색하도록 변경, 계산을 생략하는 

particle의 경우 방문은 하되 계산 결과를 업데이트 하지 않도록 조절

․ 이상의 최적화를 적용함으로써 각 스레드가 방문하는 particle의 개수

가 증가하지만 thread divergence가 경감되어 성능이 향상됨

* treeforce 함수 성능평가 결과

․ 아래 그림에 treeforce 함수의 최적화 결과를 표시, original이 원본코

드의 실행 시간, optimized가 thread divergence 경감을 통한 최적화 

버전의 실행 시간을 나타냄

․ Tree 구조를 global memory (global), texture memory (texture) ,

texture object (object)를 이용하여 구현하였으며, 각각의 실행시간을 비

교
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treeforce 함수 최적화 결과

․ Tree 구조의 계산 최적화를 통하여 사용하는 메모리와 상관없이 

treeforce의 계산 성능이 향상되는 결과를 얻음

․ texture memory 및 texture object를 이용하였을 경우에는 global

memory를 이용하였을 경우보다 높은 성능을 달성, 이로써 최신 

CUDA 아키텍처에서도 texture memory를 이용한 최적화가 유효함을 

확인함

․ 단, thread divergence를 억제한 버전의 경우에는 shared memory가 

global memory의 cache로 동작하여 성능 향상폭이 최적화 이전과 비

교하여 낮음

․ 이와 같은 결과를 통하여, 현행 아키텍처에서도 texture memory를 이

용한 메모리 최적화가 유효하나, global memory의 최적화를 통하여 

shared memory를 이용함으로써 동등한 성능을 얻을 수 있음을 확인함

․ texture memory와 texture object는 동일한 하드웨어 유닛을 이용하기 

때문에 동등한 성능을 달성하나, 소프트웨어적인 처리가 다르기 때문에 

programmability 면에서 차이를 보임

․ texture memory를 직접 사용할 경우 bind 개수의 제한, GPU 함수의 

인수로 사용 불가 등의 제약이 있으나, texture object의 경우 이러한 

제약 사항이 없어 프로그래밍이 용이할 뿐만 아니라 모듈성이 향상되

어 유지/보수 측면에서 보다 유리

* 이상의 최적화를 통하여 treeforce의 성능을 향상시킬 수 있었으나,

treeforce의 계산에 있어서 계산이 차지하는 비중이 적으며, 대부분의 시

간을 CPU-GPU간의 데이터 통신이 차지하고 있음을 성능 평가를 통하

여 발견, 최적화가 전체 실행 시간에 큰 영향을 주지 못함을 확인함

- Multi-Process Service (MPS)를 이용한 GPU 이용 효율 최적화

* treeforce의 최적화는 스레드간의 불일치를 해소하여 동작 효율을 향상시
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키나, GPU 자원의 이용률을 높이는 것에는 기여하지 못함

* MPI로 병렬화된 어플리케이션의 경우 1개의 GPU에 여려 개의 MPI 프

로세스를 동시에 동작시킴으로써 GPU 이용률을 향상시킬 수 있음

* MPS 기능의 유효성 검증

․ 아래 그림에 8노드를 이용한 평가결과를 표시, 노드 당 1, 2, 4개의 

MPI 프로세스를 1개의 GPU 카드에 분배함

․ 환경 설정을 통하여 MPS 기능을 적용한 경우 (MPS ON) 와 적용하

지 않은 경우 (MPS OFF)의 성능을 비교

․ 배분되는 MPI 프로세스가 많아질수록 데이터가 분산되어 프로세스 

당 처리하는 particle 수가 감소함

MPS 적용유무에 따른 성능측정 결과 비교

․ 성능 평가 결과, MPS를 적용하지 않은 경우, 실행시간이 일정하게 유

지되었으나, MPS를 적용하는 경우 노드 내부에 배분되는 프로세스의 

개수에 비례하여 실행 시간이 감소함을 확인

․ MPS를 적용하지 않는 경우는 노드 내부의 MPI 프로세스가 실행하는 

GPU 함수가 동시에 실행되지 않고 차례로 실행되는 반면, MPS 기능

을 사용하는 경우에는 1개의 GPU를 1~4개의 MPI 프로세스가 동시에 

이용하게 되어 성능이 향상됨을 확인할 수 있음

․ 노드 당 1개의 MPI 프로세스를 배분하는 경우에는 MPS 기능을 무효

화 한 경우가 보다 높은 성능을 달성, 이는 프로세스 간의 job

scheduling을 주관하는 MPS server에 의한 오버헤드가 존재하기 때문

이며, MPS server를 경유하며 GPU 함수의 실행하기까지 지연이 발생

함

* MPS 기능을 이용한 GOTPM 병렬 실행의 scalability 검증

․ MPS 기능을 이용할 경우, 노드가 1개의 GPU를 가지고 있더라도 복

수의 MPI 프로세스를 배분하는 것이 가능하며, 프로세스 개수에 비례

하여 GPU 병렬화 부분의 성능이 향상될 것으로 기대됨
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․ 멀티 코어를 가지는 노드에서 복수의 MPI 프로세스를 실행 시킬 경

우, MPI 병렬화에 의하여 CPU 부분의 성능이 향상

․ MPS 기능을 이용함으로써 CPU 및 GPU 병렬화 부분이 동시에 성능 

향상을 달성 할 수 있어, 어플리케이션 전체의 실행 속도 향상이 기대

됨

․ 그림에 MPS 기능을 이용하여 노드 당 1개에서 4개의 MPI 프로세스

를 배분하였을 경우의 병렬 실행 결과를 표시함

MPS 기능을 이용한 GOTPM scalability 검증

․ 성능 평가 결과 CPU 부분과 GPU 부분의 실행 시간이 MPI 프로세스

의 개수와 비례하여 감소되는 것을 확인, 2노드×1프로세스와 비교하여 

8노드×4프로세스의 실행 시간이 13.7배 향상됨 (이론 예상치: 16배)

∙ 결과

- NVIDIA GPU 성능평가 

* 원본 코드에서 GPU 병렬화 부분 97배, 전체 실행 시간 4.3배의 성능 향

상

* GPU 병렬화로 인하여 계산시간이 단축되었으나, 이로 인하여 노드 간 

통신이 성능확장성 저하 요인으로 부각되는 결과를 초래

- global/texture memory, texture object의 성능 및 programmability 평가

* 불규칙적인 메모리 참조가 빈번하게 이루어지는 경우 texture memory

및 texture object에 의한 성능 향상이 유효함

* global memory를 사용한 경우에도 shared memory를 이용한 최적화를 

통하여 texture memory를 이용한 경우와 동등한 성능을 달성 가능함

* OpenGL의 문법과 기능에 제약을 받는 texture memory를 이용하는 것 

보다, CUDA의 새로운 기능인 texture object를 이용하는 편이 동등한 

성능을 달성할 뿐 아니라 코드의 유지 및 보수에 보다 유리

- 스레드간 계산 불균형 해소를 통한 최적화

* Tree 구조의 탐색을 GPU 스레드 간에 동일하게 수행하게 하여 thread
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divergence를 억제, 사용 메모리 장치와 관계 없이 성능 향상을 달성함

* GOTPM의 경우, CPU-GPU 간의 통신이 bottleneck이 되어 GPU 커널 

함수의 최적화가 전체 실행 시간에 영향을 주지 못함

- MPS 기능을 통한 GPU 활용률 향상

* MPS 기능을 이용함으로써 CPU/GPU 활용 효율 증가를 통하여 노드 당 

프로세스 수에 비례하는 성능 향상을 확인

* MPS 기능을 이용하기 위한 소프트웨어 적인 오버헤드가 존재하기 때문

에 노드 내부에 복수의 프로세스를 할당하지 않는 경우에는 MPS 기능

을 무효화 하는 것이 바람직함
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3. 사용자코드 - 비등방성 다상장모델 코드

    ∙ 코드 개요

- KAIST 유승화 교수가 개발한 코드로서 양자계산이나 실험에서 얻어진 입력

치(input)를 반영할 수 있는 중간규모(mesoscale) 모델임

- 코드를 이용하여 많은 연구가 진행되었던 실리콘 나노선의

Vapor-Liquid-Solid(VLS) Process 성장을 정확하게 모사할 수 있음을 보였음

VLS Process를 통한 실리콘 나노선 성장의 모사

∙ 수행 내용

- Xeon Phi 병렬화

* Directive를 적용한 가속기 기반의 코드 변환 수행

* Native 모델을 적용하여 성능 평가 수행

- NVIDIA GPU 병렬화

* Phasefield의 CUDA 코드 부분의 오류 정정 및 최적화

- cudaMalloc, cudaFree 함수 등의 GPU 시스템 호출 최소화

- 커널 수행 및 호스트와 GPU카드 사이 데이터 복사 중첩을 통한 최적화

- 배정도 상에서 Texture 메모리를 사용할 수 있도록 코드 수정

∙ 결과

- Xeon Phi

* Native 수행시 단일 노드에서 CPU대비 1.04배 빠름 (20.66초: 쓰레드 122개,

Thread affinity는 scatter)

※ Directive만으로는 벡터화가 최대로 되지 않은 것으로 보임

※ Native 모델에서 파일 입출력 성능에 취약하므로, Offload 모델을 적용

하여 벡터화를 극대화하면 성향상을 기대할 수 있음

- NVIDIA GPU

* 단일 노드에서 CPU대비 4.16배 향상(5.15초)

※ CPU: Intel Xeon CPU E5-2670 v2 @ 2.50GHz
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다상장모델 계산가속기 성능비교
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4. 사용자코드 -  Lattice QCD 코드

  ∙ 개요

- 서울대 이원종 교수팀에서 개발하는 코드로서 물질을 이루는 가장 기본적인

입자인 쿼크와 강한 상호작용의 전달자인 글루온이라는 입자들의 비선형 운동

에 대한 모사임

- Lattice QCD 계산에 필요한 기능을 제공하는 CPS(Columbia Physics System)

라이브러리를 적용

- 핫스팟 부분은 CG(Conjugate Gradient) 함수이며 CPS 라이브러리를 이용하여

Lattice Dirac propagator를 계산하는 코드(cg_u1_loop) 성능을 측정

- 배정도(double precision)의 정밀도를 요구하지만, 더욱 빠르게 결과를 얻기위

해 CG iteration 사이에서 배정도와 단정도 계산을 혼용하고 있음. 대부분 계

산은 단정도 계산

  ∙ Lattice QCD 개요

- 양자색역학(quantum chromodynamics, QCD)은 입자물리학의 한 분야로서, 양

자장론(quantum field theory)을 바탕으로 쿼크(quark)와 글루온(gluon)의 상호

작용을 연구하고 이를 통해 자연계의 기본 상호작용 중 하나인 강력(strong

force)을 연구하는 학문

- 양자장론 계산을 직접 손으로 풀려면 대부분의 경우 섭동이론(perturbation

theory)을 이용하는데, QCD의 계산은 많은 경우 이러한 섭동이론을 이용한 계

산이 수렴하지 않음. 따라서 격자QCD(lattice QCD)와 같은 방법이 사용됨

- Lattice QCD는 연속적인 시공간을 불연속적인 격자로 쪼개고, 이 불연속적 공

간 위에서 컴퓨터를 이용하여 비섭동(non-perturbative)적인 방법으로 QCD 계

산을 수행. 격자를 더욱 세밀하게 쪼갤수록 계산의 정밀도가 올라가게 되므로,

고성능의 슈퍼컴퓨터나 고효율의 계산 알고리즘에 대한 연구가 지속적으로 이

루어지고 있음

  ∙ 코드 개요

- CPS (Columbia Physics System) 라이브러리는 Lattice QCD 에서 사용하

는 가장 범용적인 프로그래밍 라이브러리 중 하나. CPS 라이브러리는 

Lattice QCD 시뮬레이션에서 이용하는 계산 함수들과 다양한 API

(application programming interface)들을 Lattice QCD 계산에 알맞게끔 최

적화하여 제공. Columbia University, Brookhaven National Laboratory,

UKQCD (United Kingdom QCD) 그룹들에서 함께 개발되었으며, 지금도 

지속적으로 업데이트되고 있음

- 그 동안 CPS 4.2 버전에 CUDA를 이용하는 CG inverter를 자체적으로 제

작하여 사용해 왔으나, CPS 최신 버전인 CPS 5.0이 고성능의 CG inverter

를 제공하는 QUDA(QCD CUDA) 라이브러리를 지원함에 따라, 최근 CPS

5.0 버전으로 업데이트. QUDA 라이브러리는 최근에 개발된 CUDA 기반
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의 lattice QCD 라이브러리

- QUDA 라이브러리는 NVIDIA GPU를 사용하여 Lattice QCD 시뮬레이션에서 많

이 이용하는 Conjugate Gradient (CG) 알고리즘과 이의 변형인 BiCG 및 PCG

등을 사용하는 고성능의 inverter를 제공. 이는 CPS 를 비롯하여 MILC, Chroma

등의 Lattice QCD 라이브러리들에서 컴파일 단계에서 결합하여 사용할 수 있음.

QUDA 라이브러리에는 본 연구단에서 사용하는 staggered fermion (lattice QCD

에서 사용하는 페르미온 중 하나)을 위한 CG inverter 역시 포함되어 있음. 하지

만 CPS 라이브러리 5.0 버전에서 QUDA의 해당 루틴을 사용하는데 필요한

interface 가 아직 개발되어 있지 않은 상태여서 인터페이스를 개발하여 두 라이

브러리를 연결하였음

- CG u1 loop 코드

* Staggered fermion을 이용하여 U1 게이지(gauge) 소스에서 Lattice

Dirac propagator를 계산하는 직접 개발하여 주요하게 사용하는 프로그

램 중 하나

* 이 프로그램의 목표는 형태의 Lattice Dirac Equation

을 푸는 것과 같음. 여기서 m은 쿼크의 질량, h는 소스 벡터이며,

staggered fermion의 lattice Dirac matrix D는 다음과 같이 주어짐. 여

기서 m 은 쿼크의 질량, h는 소스 벡터이며, staggered fermion의

lattice Dirac matrix D는 다음과 같음

* 여기서 는 격자점 위에서의 게이지 링크, 는 phase를 나타

내는 값으로 로 주어짐. 이 lattice Dirac matrix D는

sparse 하긴 하지만, 차원의 크기가 매우 큰 복소수

정사각 행렬. 따라서 의 방정식을 직접적으로 푸는 것

은 매우 많은 계산량이 요구됨. lattice QCD 에서는 직접적인 방법 대신

CG 알고리즘과 같은 iterative한 방법을 이용

∙ 수행 내용

- NVIDIA GPU 병렬화

* 203x64격자에 CUDA로 개발하여 CG u1 loop 코드 수행

* CG 계산시 CUDA로 개발된 QUDA 라이브러리 이용 (병렬확장성이 우

수하며, 최적의 쓰레드/Block 비율을 시스템의 환경에 자동으로 맞춤)
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Conjugate Gradient 알고리즘의 기본 형태

․위의 그림은 CG 알고리즘의 기본 형태임. 여기서 A는 위에서 정의한 

lattice Dirac operator D와 쿼크의 질량 의 합으로 주어지는 큰 사이즈

의 행렬로서, 알고리즘에서 붉게 칠한 Ap n−1 부분이 계산의 대부분을 

차지. QUDA 라이브러리의 해당 CG 코드는 주요 계산 부분 전부를 

CUDA를 이용하여 GPU에 할당

* Double precision 범위의 계산 정밀도를 요구하지만, CG 알고리즘의 수

렴 속도를 높이기 위해 CG 알고리즘의 iteration 사이에서 double

precision 과 single precision 계산을 혼용하는 mixed precision 알고리

즘을 이용

․single precision 정밀도의 계산 성능과 double precision 정밀도의 계산 

성능이 2배 밖에 차이가 나지 않는 CPU 와 달리, GPU의 경우 single

precision 정밀도의 계산과 double precision 정밀도의 계산의 성능 차이

가 GPU에 따라 적게는 3배에서 많게는 24배까지도 나기 때문에 두 정

밀도 연산을 섞어서 수행하는 mixed precision 알고리즘을 사용. mixed

precision 코드에서 대부분의 계산은 single precision 정밀도의 계산으로 

이루어지며, 수렴 정도를 확인하거나 최종결과를 double precision 의 정

밀도로 얻을 때만 double precision 계산을 수행. QUDA 라이브러리 역

시 mixed precision 알고리즘을 지원함

* 서울대학교 격자게이지이론 연구단이 보유한 David 클러스터 1, 2, 그리

고 Tesla 테스트베드의 3가지 환경에서 본 테스트를 수행. 세 실험 시스

템의 환경은 다음 표와 같음. David 클러스터 1, 2의 i7-4820K CPU와 

GTX 580과 GTX Titan Black GPU의 코드 성능 테스트 결과를 Tesla 테

스트베드에서의 결과와 비교 수행
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GPU GTX 580 Tesla K20X Tesla K40 Titan Black GTX 980

single precision 1.58 3.95 4.29 5.1 4.61

double precision 1.97 1.31 1.43 1.3 0.14

메모리 크기 1.5 6 12 6 4

메모리 대역폭 192.4 250 288 336 224

L2 캐시 (MB) 1.5 1.5 1.5 1.5 2

NVIDIA GPU들의 성능표

시스템 SNU David 2 SNU David 1 KISTI 테스트베드

CPU i7-920 i7-4820K Xeon E5-2670

C 컴파일러 GCC 4.4.7

GPU GTX 580 GTX Titan Black Tesla K40m

노드 당 GPU 개수 2 2 1

CUDA CUDA 6.0

infiniband 4×DDR (16Gbps) 4×QDR (32Gbps) 4×FDR (54.54Gbps)

MPI mvapich_gcc_qlc-1.2.0 mvapich2-1.9 openmpi-1.8.1

NVIDIA GPU테스트 실험 시스템 환경

 

 

․위의 표는 현재 최고성능의 NVIDIA GPU들과 GTX 580의 칩과 메모리 

성능임. 최근 Maxwell 아키텍처의 GTX 980 GPU가 등장하였지만, 이는 

일반적인 Geforce 계열의 데스크탑용 GPU로서 double precision 성능과 

메모리 크기 및 대역폭이 낮음. 따라서 여전히 Kepler 아키텍처의 GTX

Titan Black과 Tesla K40이 HPC 계산용으로서 최고의 성능을 갖고 있는 

GPU임

․CPS 라이브러리 5.0 버전의 single precision CG inverter를 사용하고,

GPU 환경의 테스트 코드로는 CPS 라이브러리 5.0 버전에 QUDA 라이

브러리 0.5.1 버전을 결합한 코드의 mixed precision CG inverter를 사

용. 다만 GTX 580의 경우 구버전인 CPS 4.2 버전에 본 연구단에서 직접 

CUDA 프로그래밍을 한 코드의 CG inverter를 사용. 이는 QUDA 라이

브러리가 Kepler GPU에서만 최적화되어 있다 보니, Fermi 아키텍처의 

GTX 580 환경에서는 CUDA compatibility 옵션과 무관하게 컴파일이 
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불가능하였기 때문임. CPS 4.2와 CUDA를 결합한 구버전의 코드는 

QUDA 만큼의 최적화가 이루어지지는 않았지만, 2011년 당시 기준으로

는 Fermi GPU에 알맞게 높은 수준으로 최적화를 수행한 코드이므로,

오히려 적절한 비교가 될 예정

․CPU 환경에서 single precision 코드를 사용하는 이유는 CPS 라이브러

리는 mixed precision CG 알고리즘을 제공하지 않기 때문임. 하지만 

mixed precision CG 알고리즘에서는 대부분의 계산이 single precision

영역에서 이루어 지므로 single precision 코드를 사용해도 성능 비교를 

하기에는 충분함. 한편 병렬 계산을 위한 네트워크 라이브러리로는 MPI

(message passing inteface) 라이브러리를 바탕으로 lattice QCD 계산에 

알맞게 최적화한 QMP (lattice QCD message passing) 라이브러리 2.3.1

버전을 사용. 더불어 QMP 라이브러리를 바탕으로 데이터의 병렬적인 

입출력 기능을 제공하는 QIO (QCD Input/Output) 라이브러리 2.3.9 버

전도 함께 사용. 그리고 우리가 사용한 lattice QCD 라이브러리들이 모

두 GNU 컴파일러에서 동작하고 최적화되게끔 설계되었기 때문에 GCC

(GNU compiler collection) 컴파일러를 사용

․단순히 CG inverter 루틴 자체의 계산 성능만을 측정하는 대신, 본 연구

단에서 실제로 사용하는 프로덕션 프로그램의 형태와 같이 10개의 쿼크 

질량에 대해 lattice Dirac propagator를 구하는 프로세스 전체의 성능을 

측정
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※ 다음 그림 및 표는 Kepler 아키텍처의 GTX Titan Black GPU를 이용하

여 기존에 사용하던 CUDA CG inverter 와 새로이 도입한 QUDA 라이

브러리의 CG inverter 의 성능을 측정한 결과

기존 CUDA CG inverter와 새로이 도입한 QUDA 라이브러리의 CG 

inverter 성능비교. lattice 간격이 a≅0.12fm 인 20^3×64 MILC 

asqtad lattice를 사용

GPU 개수
성능 (GFLOPS )

비율
GTX Titan Black (CUDA) GTX Titan Black (QUDA)

1 46.48(6) 97.86(21) 2.11

2 69.18(4) 160.96(12) 2.33

4 86.40(120) 182.64(220) 2.11

CG inverter 성능 측정 결과. 비율 값은 GTX Titan Black (CUDA) 와 GTX Titan Black (QUDA)의 

성능 값의 비

․기존 CUDA CG inverter는 CPS 라이브러리 4.2 버전을 기반으로 본 연

구단에서 NVIDIA CUDA 라이브러리를 이용하여 직접 작성하고,

NVIDIA Fermi 아키텍처의 GPU에 알맞게 최적화한 코드임. QUDA CG

inverter 는 CPS 라이브러리 5.0 버전에 QUDA 라이브러리 0.5.1 버전을 

결합하여 사용. QUDA 라이브러리 0.5.1 버전은 NVIDIA Kepler 아키텍

처의 GPU에 가장 최적화되어 있으며, 최초 실행 시 시스템의 환경을 파

악하여 시스템에 가장 최적화된 실행 매개변수들을 동적으로 설정함.

․실험에서 2개의 GPU를 사용한 경우에는 GPU 간의 통신이 PCI 버스를 

통해서 이루어졌으며, 4개의 GPU를 사용한 경우는 PCI 버스와 QDR
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infiniband 네트워크를 모두 사용. 따라서 GPU의 개수와 GPU 사이의 

통신 방법에 무관하게 QUDA 라이브러리를 사용한 CG inverter 는 기

존의 Fermi 기반 GPU에 최적화된 자체 CG inverter보다 2.1~2.3배 가량

의 성능 향상을 보여줌

- Xeon Phi 병렬화

* 20
3
x64격자에 대해서 Native 방법으로 CG u1 loop 코드 수행

* CG 계산시 사용하는 CPS 라이브러리는 Xeon Phi를 공식적으로 지원하지 않

고 GNU 컴파일러에 최적화

․CG 알고리즘의 기본 형태를 계산시 NVIDIA GPU의 경우 single

precision 계산과 double precision 계산의 성능 차이가 GPU에 따라 적

게는 3배에서 많게는 24배까지도 나기 때문에 두 정밀도 연산을 섞어서 

수행하는 mixed precision 알고리즘을 사용. 하지만 CPU의 경우에는 

single precision 계산과 double precision 계산의 성능 차이가 2배밖에 

되지 않기 때문에 CPU 코드에는 mixed precision 코드가 개발되어 있지 

않음

․Tesla K40m GPU에서는 mixed precision 코드를 사용하지만, 제온파이 7120P

와 i7-4820K CPU에서는 double precision 코드를 사용

* 실험내용은 다음과 같이 측정: Xeon Phi 7120P와 Tesla K40m, i7-4820K

CPU의 세 가지 장치의 성능을 CG inverter를 이용하여 측정. i7-4820K

CPU에 대한 실험은 서울대학교 격자게이지이론 연구단의 David 클러스

터를 사용

․다음 표는 테스트에 사용된 시스템들의 성능과 실험 환경

테스트   장비 Xeon Phi 7120P Tesla K40m i7-4820K (1 core)

single precision 2.42 4.29 0.03

double precision 1.21 1.43 0.015

메모리   크기 (GB) 16 12 32

메모리 대역폭 352 288 25.6

컴파일러 ICC 14.0 CGG 4.4.7 / CUDA6.0 GCC 4.4.7

Infiniband 네트워크 4×FDR (54.54Gbps) 4×FDR (54.54Gbps) 4×QDR (32Gbps)

MPI openmpi-1.8.1 openmpi-1.8.1 mvapich2-1.9

․Xeon Phi 7120P와 i7-4820K CPU 에서는 CPS 라이브러리 4.2 버전의 

double precision CG inverter를 사용하고, Tesla K40m 에서는 CPS 5.0

버전에 QUDA 라이브러리 0.5.1 버전을 결합한 코드의 mixed precision

CG inverter를 사용
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․CPS 라이브러리 4.2 버전의 경우에는 시스템의 기본 MPI (message

passing interface) 라이브러리를 사용. CPS 라이브러리 5.0 버전에서는 

네트워크 라이브러리로는 MPI를 바탕으로 lattice QCD 계산에 알맞게 

최적화한 QMP (lattice QCD message passing) 라이브러리 2.3.1 버전을 

사용하고, 더불어 QMP 라이브러리를 바탕으로 데이터의 병렬적인 입출

력 기능을 제공하는 QIO (QCD Input/Output) 라이브러리 2.3.9 버전도 

함께 사용

․Xeon Phi 환경에서 코드를 실행하는 방법으로는 Xeon Phi 카드와 호스

트 CPU와의 불필요한 데이터 커뮤니케이션을 줄이기 위해 Xeon Phi의 

리눅스 환경에 직접 접속하여 코드를 실행하는 native 방법을 사용. 단

순히 CG inverter 루틴 자체의 계산 성능만을 측정하는 대신, 실제로 사

용하는 프로덕션 프로그램의 형태와 같이 10개의 쿼크 질량에 대해 

lattice Dirac propagator를 구하는 프로세스 전체의 성능측정

∙ 결과 요약

- 단일노드에서 계산시 CPU대비 NVIDIA GPU는 147.53배, Xeon Phi는 9.30배

성능 향상

* Xeon Phi는 벡터화가 제대로 안되어서 성능을 제대로 못내는 반면,

NVIDIA GPU는 CUDA로 개발되어 하드웨어 성능을 발휘

- 멀티노드에서 계산시 NVIDIA GPU는 노드가 8개까지 병렬확장성 보장되지만,

Xeon Phi는 2개 이상에서는 성능이 보장되지 않음

Lattice QCD 코드 성능비교
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Lattice QCD 코드의 NVIDIA GPU 

성능비교 (Weak 확장성)

 

∙ NVIDIA GPU 결과

- Tesla K40m은 i7-4820K CPU의 코어 1개 보다는 92배 가량, 코어 4개 보다는

29배 가량의 나은 성능을 보여줌

- Fermi 아키텍처의 GTX 580에 비해서는 하드웨어적인 성능 향상과 더불어

QUDA 라이브러리의 최적화 기능을 통해 2.9~4배 가량의 성능 향상을 보임

- Tesla K40m과 마찬가지로 현재 최고성능 NVIDIA GPU 중 하나인 GTX Titan

Black에 비해서는 노드 간 infiniband 네트워크를 통한 커뮤니케이션이 없는 경우

에는 비슷한 성능을 보임

- 하지만 infiniband 네트워크가 포함된 경우에는 QDR infiniband 네트워크를 사

용한 SNU David 클러스터1의 GTX Titan Black보다, FDR infiniband 네트워크

를 사용한 Tesla K40m 테스트베드가 lattice 크기에 따른 계산량의 정도에 따라

다르지만 많게는 수 배까지도 성능 차이가 나타남. 따라서 Kepler K40m이나

GTX Titan Black과 같은 고성능의 GPU의 계산을 뒷받침 하려면 32Gbps의

QDR infiniband 네트워크보다 54.54Gbps의 FDR infiniband 네트워크를 사용하는

것이 scalability 측면에서 중요하다는 것을 확인

- CPU와 NVIDIA GPU 비교

* 다음 그림과 표는 Tesla K40 GPU와 Intel i7-4820K CPU를 사용하여

CG inverter의 성능을 측정한 결과임 (두 장치에서의 성능 결과값의 차

이가 매우 커서 그래프를 따로 표시)
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MPI 프로세스 개수
성능 (GFLOPS )

비율
i7-4820K Tesla K40m

1 1.06(0) 97.37(60) 91.86

2 1.84(8) 152.80(64) 83.04

4 3.39(0) 264.96(120) 78.16

8 5.58(39) 339.92(200) 60.92

CG inverter 성능 측정 결과. 비율 값은 i7-4820K 와 Tesla K40m 의 성능 값의 

비를 나타낸다.

i7-4820K CPU와 Tesla K40m GPU를 사용한 CG 

inverter의 성능. lattice 간격이 a≅0.12fm 인 20^3×64 

MILC asqtad lattice를 사용

․K40 GPU는 노드 당 1개씩 장착되었고, i7-4820K CPU는 쿼드코어 프로

세서임. 1개의 K40m GPU는 i7-4820K CPU 의 코어 1개에 비해서는 92

배 가량, 코어 4개 전체에 비해서도 29배 가량 나은 성능을 보여줌. 본 

결과가 i7-4820K CPU의 경우 single precision 정밀도에서 측정되었다는 
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점을 고려하면 실제 프로덕션 프로그램을 double precision 정밀도에서 

수행하면 성능 차이는 더욱 커질 것임. 또한 i7-4820K CPU에 대한 결과

를 살펴보면 MPI 프로세스 수, 즉 CPU 코어 수가 늘어날 때 녹색 선의 

기울기가 점차 감소하는 것으로 예측하면 CPU를 사용해서 Tesla K40m

GPU 1개의 성능을 내려면 수백 개의 CPU 클러스터 시스템을 구축하여

도 쉽지 않을 것임을 예상할 수 있음

- Fermi와 Kepler 비교

* 다음 그림과 표는 Fermi 아키텍처의 GTX 580 GPU와 Kepler 아키텍처

의 Tesla K40m GPU를 사용한 CG inverter의 성능을 표시

GTX 580 GPU와 Tesla K40m GPU를 사용한 CG inverter의 성능. 

lattice 간격이 a≅0.12fm인 203x64 MILC asqtad lattice 

사용

GPU 개수
성능 (GFLOPS )

비율
GTX 580 Tesla K40m

1 33.46(26) 97.86(21) 2.91

2 44.06(60) 152.80(64) 3.47

4 65.88(144) 264.96(120) 4.02

CG inverter 성능 측정 결과. 비율 값은 GTX 580 과 Tesla K40m 의 성능 값 비

․NVIDIA Kepler 아키텍처는 새로운 streaming multiprocessor 인 SMX

를 도입하여 하나의 SMX가 Fermi 아키텍처에서 쓰이던 SM 에 비해 6
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배의 CUDA 코어를 더 가지게 되었으며, GPU 칩 전체적으로 더욱 많은 

수의 CUDA 코어를 집약하게 되었음

․이렇게 늘어난 CUDA 코어 수를 관리하기 위해 아래 표과 같이 CUDA

커널의 스케줄링 최적화와 관련된 속성들에도 변화가 있었음. 그 외에도 

텍스처 메모리의 읽기전용 캐시화나 쓰레드 간의 레지스터 메모리 교환 

기능인 warp 셔플 기능 등 메모리 관리와 관련된 몇 가지 특성들이 추

가되었으며, CPU와 GPU 사이 혹은 두 GPU 간에 불필요한 네트워크 

커뮤니케이션을 줄이는 direct parallelism 과 GPU Direct RDMA가 소

개되었음. 이처럼 Kepler 아키텍처의 GPU는 Fermi 아키텍처의 GPU에 

비해 기본적인 성능 사양도 향상되었을 뿐만 아니라, 높아진 사양을 최

대한 사용할 수 있는 최적화 기술도 제공. 우리는 고사양의 Kepler GPU

인 Tesla K40m을 사용함은 물론 Kepler 아키텍처에 최적화된 QUDA

라이브러리를 이용하여 이전 대비 2.9∼4.0배의 성능 향상을 얻은 것임

Fermi Kepler

SM(X)당 동시에 실행하는 블록의 수 8 16

warp 스케줄러의 개수 / SM(X) 2 4

쓰레드 당 레지스터 변수의 개수 63 255

Kepler 아키텍처에서 CUDA 커널의 스케줄링 최적화와 관련된 주요 속성들의 변화

- Infiniband 네트워크와 PCI express 3.0

* 다음에 표출된 그림4개는 Tesla K40m GPU와 GTX Titan Black GPU를 

사용하여 CG inverter의 성능을 측정한 결과들임

* 다음 그림과 표는  MILC asqtad lattice 에서 두 GPU의 성능을 측정한 

결과임

․David 클러스터에는 GTX Titan GPU가 노드 당 2개씩 장착되어 있으며,

K40m 테스트베드에는 노드 당 K40m GPU가 1개씩 장착되어 있음. 하

지만 이 측정에서는 특별히 K40m GPU와 환경을 맞추기 위해 GTX

Titan Black GPU도 노드 당 1개씩만을 사용하였음. 결과를 살펴보면 1

개의 GPU를 사용한 경우에는 두 GPU가 거의 동일한 성능을 보여주는

데 반해, GPU의 개수가 늘어날수록 성능 차이가 벌어지는 것을 확인할 

수 있음



- 37 -

Tesla K40m과 GTX Titan Black 을 사용한 QUDA 

CG inverter의 성능. lattice 간격이 a≅0.12fm 

인 20^3×64 MILC asqtad lattice를 사용하였다

GPU 개수
성능 (GFLOPS )

비율
GTX Titan Black Tesla K40m

1 97.86(21) 97.37(60) 0.99

2 115.68(12) 152.80(64) 1.32

4 129.68(220) 264.96(120) 2.04

8 112.24(100) 339.92(200) 3.03

CG inverter 성능 측정 결과. 

비율 값은 GTX Titan Black 과 Tesla K40m의 성능 값의 비

․여기서 사용한 20^3×64 lattice 는 상대적으로 작은 크기(a≅0.12fm)의 

lattice로서 계산 량이 적음

․두 GPU (K40m과 Titan Black) 모두 하나씩만 사용한 경우도 10개의 쿼

크 질량에 대해 CG 계산을 수행하는 데 1분도 걸리지 않음. 따라서 이 

경우는 여러 노드를 사용할 경우 계산속도뿐만 아니라 GPU간의 통신 

속도도 전체 프로그램 성능에 큰 영향을 미침. 그 결과 54.54 Gbps의 

FDR Infiniband 네트워크를 사용하는 K40m 시스템은 GPU 수가 늘어나

도 4개까지는 거의 선형적으로 성능이 증가하는 반면, 32Gbps의 QDR

Infiniband 네트워크를 사용하는 Titan Black 시스템은 GPU 수가 2개일 

때 이미 성능향상이 미미한 것을 확인할 수 있음

* 다음 그림과 표는 David 클러스터 시스템 환경 그대로 각 노드에 장착

된 2개의 GTX Titan Black GPU를 함께 사용된 경우의 결과



- 38 -

Tesla K40m 과 GTX Titan Black 을 사용한 QUDA CG 

inverter의 성능. 실험 방법은 이전과 동일하나, 

이번에는 GTX Titan Black의 경우 2개의 GPU를 사용한 

경우는 GPU 간의 통신에 PCI 버스만을 이용

GPU 개수
성능 (GFLOPS )

비율
GTX Titan Black Tesla K40m

1 97.86(21) 97.37(60) 0.99

2 160.96(12) 152.80(64) 0.95

4 182.64(220) 264.96(120) 1.45

CG inverter 성능 측정 결과. 

비율 값은 GTX Titan Black 과 Tesla K40m의 성능 값의 비

․위 그림은 이전 그림과 동일한 실험을 수행하되, 2개의 GPU는 GPU 간 

통신이 PCI 버스를 통해서만 이루어지는 경우에 대한 실험 결과임. 정확

한 결과 값은 위 표에 나와 있음

․ GTX Titan Black 과 Tesla K40m 은 16 GByte/sec (128Gbps) 대역폭의 

PCI express 3.0 을 지원. 따라서 2개의 GPU를 사용한 경우는 오히려 

GTX Titan Black 을 사용한 경우가 약간 성능이 더 좋게 나옴. GPU 4

개를 사용한 경우는 infiniband 네트워크를 사용하기 때문에 다시 K40m

을 사용한 경우가 1.5배 가량의 높은 성능을 보임. 하지만 이번에는 그

림 5의 실험에서 GPU 4개가 사용된 경우의 성능 차이(2배)에 비해서는 

차이가 줄어든 것을 확인할 수 있음. 따라서 마더보드의 PCI 레인 수를 

고려하여 GPU를 최대한 많이 장착하여 PCI 버스를 통한 네트워크를 활

용하는 것이 효율적이라고 할 수 있음
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GPU 개수
성능 (GFLOPS )

비율
GTX Titan Black Tesla K40m

2 195.44 160.72 0.82

4 356.32 294.28 0.83

8 596.00 624.80 1.05

10 559.90 810.40 1.45

12 677.04 815.04 1.20

CG inverter 성능 측정 결과. 비율 값은 GTX Titan Black 과 Tesla K40m의 성능 값의 비

- GTX Titan Black과 Tesla K40m 비교

* 다음 그림 2개는 동일한 환경에서 더 큰 lattice 위에서 계산을 한 결과를

나타냄. 각각에 대한 정확한 결과 값은 다음 표 2개에 나타남

* 다음 그림처럼 40^3×96 lattice에서 계산을 수행한 실험은 계산 량이 늘어난

만큼(lattice 의 크기가 12배 늘었으므로 행렬의 크기는 100배 이상 늘어남)

GPU간 통신이 차지하는 비중이 줄어들어서, GPU를 8개 사용할 때까지는

두 GPU가 거의 유사한 성능을 보임

Tesla K40m 과 GTX Titan Black 을 사용한 QUDA CG 

inverter의 성능. lattice 간격이 a≅0.09fm 인 40^3×96 

MILC asqtad lattice를 사용

* 다음 그림의 64^3×144 lattice를 사용한 실험의 경우에도 12개의 많은 GPU

를 사용하지만 FDR infiniband 네트워크를 사용하는 K40m 시스템이 1.18

배 정도 빠를 뿐 성능에서는 큰 차이가 나지 않음. 위 그림에서 GTX Titan

Black GPU를 10개 사용할 때 갑자기 성능이 하락한 까닭은 lattice를 나눌
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때 10개를 나누는 방법이 비효율적이어서 네트워크 양이 늘었기 때문으로

생각됨. lattice QCD 계산에서는 일반적으로 lattice를 쪼개어서 각 노드에서

나누어서 계산을 수행. lattice를 쪼개는 방법은 각 시공간 축 방향의 lattice

격자의 개수를 짝수 개가 남도록 나누면 되는데, 나누는 방법에 따라 노드

간 통신의 양이 달라져서 코드의 성능이 달라짐

* 앞의 lattice와 lattice를 이용한 실험의 경우 GPU의 메모리 문제로 각

각 GPU를 2개와 12개 이상을 사용해야 했음. 앞서 살펴보았듯이 우리의

CG 코드는 병렬확장성이 아주 좋은 편은 아니기 때문에, 계산 시간이

매우 길지 않는 범위에서는 적은 수의 GPU를 사용할수록 전체 프로덕

션의 성능을 높일 수 있음

※특이사항은 Tesla K40m이 GTX Titan Black보다 메모리가 2배로 많음

에도(12GB와 6GB) 불구하고, K40m에서 절반의 GPU를 사용하려고 하

면 동일한 메모리 부족 에러가 발생함

∙ Intel Xeon Phi 결과

- Xeon Phi 7120p와 Tesla K40m, i7-4820K CPU를 사용하여 CG inverter의 

성능을 측정한 결과들

Xeon Phi 7120P와 i7-4820K CPU를 사용한 CG inverter의 성능. 

Lattice 간격이 a≅0.12fm 인 20^3×64 MILC asqtad lattice를 

사용
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 성능 (GFLOPS) 비율

제온파이   7120P 6.14 1

i7-4820K CPU (1 core) 0.82 0.13

Tesla K40m 97.37 15.85

CG inverter 성능 측정 결과. 비율 값은 성능 값의 비

Xeon Phi 7120P와 Tesla K40m을 사용한 CG inverter의 성능. 

lattice 간격이 a≅0.12fm 인 20^3×64 MILC asqtad 

lattice를 사용

* 결과 값의 차이가 매우 커서 2개의 그래프로 나누어서 나타내고, 성능 

값의 비를 다음 표에 나타냄

* 7120P와 K40m은 카드 하나씩을 사용하였고, i7-4820K는 CPU 코어 하나

를 사용. 7120P의 경우에는 하드웨어 쓰레드를 포함하여 244개의 코어 

중에 200개만 사용한 결과. 이는 lattice를 MPI 프로세스에 쪼개어서 나

눌 때 시공간 축 방향의 lattice 격자의 수를 짝수개가 남도록 나누어야 

하는데, 244개 이하의 코어를 사용하여 lattice 를 쪼개는 방법은 200개가 

최대이고, 실제로도 200개에서 최고 성능을 얻었기 때문임

* 다음 결과를 살펴보면, Xeon Phi 7120P는 i7-4820K CPU 1코어에 비해 

7.5배 가량 높은 성능을 보이지만, Tesla K40m에 비해서는 16배 가량 낮

은 성능을 보임. 먼저 7120P에서는 double precision 코드를 쓴 반면 

K40m에서 mixed precision을 썼기 때문에 생기는 차이는 다음과 같음.
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다음 그림은 CPS 5.0 버전의 CG inverter를 i7-4820K CPU를 사용하여 

single precision 코드와 double precision 코드의 성능을 측정한 결과임

i7-4820K CPU를 사용하여 CPS 5.0 버전의 single precision 

코드와 double precision 코드의 CG inverter 성능. lattice 

간격이 a≅0.12fm 인 20^3×64 MILC asqtad lattice를 사용

* 사용한 코어 수에 따라 9~17% 정도의 성능 차이가 있음. CPU 환경에

서 double precision 코드와 single precision 코드의 성능 차이는 SIMD

벡터화의 성능과 메모리 전송 시간 차이에서 발생하므로, 버전이 다르긴 

하지만 CPS 4.2 버전에서도 single precision 코드와 double precision 코

드의 성능 차이는 CPS 5.0 버전에서 확인한 것과 비슷할 것으로 예상.

* 또한 위의 그림을 살펴보면 코어 수가 늘어날수록 두 결과의 차이가 커

지고 있음을 알 수 있음. 따라서 200개의 프로세스를 사용하는 Xeon

Phi 7120P에서의 측정은 mixed precision 코드를 사용하면 수십 퍼센트

의 성능 향상을 기대할 수 있음. 하지만 여전히 6.14 GFLOPS의 성능은 

이론적인 double precision 성능인 1.22 TFLOPS에 비해 매우 낮은 값임

- Xeon Phi 시스템에서 코드를 최적화하기 위해서는 고려해야할 두 가지

* 첫째로 코드가 512 bit SIMD 명령어를 사용하여 벡터화되어야 함

․Xeon Phi 프로세서는 512 bit의 데이터를 병렬적으로 동시에 다룰 수 있

도록 512 bit의 zmm 레지스터와 이를 사용하는 SIMD(single input

multiple data, 하나의 명령어로 여러개의 데이터를 만들어 낸다.) 명령

어를 제공
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․이러한 벡터화를 통해 4바이트의 single precision 변수의 경우 16개의 

변수를, 8바이트의 double precision 변수의 경우 8개의 변수를 동시에 

처리할 수 있음. 그런데 이는 역으로 제온파이 시스템에서 기대되는 성

능을 얻기 위해서는 SIMD 벡터화를 통한 최적화가 필수적이라는 이야

기임

․Xeon Phi 7120P의 이론적인 성능을 직접 계산해 보면 1.238 (clock

speed: GHz) × 61 (number of cores) × 16 (vectorization) × 2 (FMA) =

2.42 (TFLOPS) 로 주어짐. 이처럼 벡터화에서 오는 16(single precision)

혹은 8(double precision)의 성분이 이론적인 FLOPS 성능에 큰 비중을 

차지하므로, 만약 코드를 벡터화를 하지 못한다면 8∼16 배의 성능을 잃

어버리게 되는 것임 (실제로는 벡터화에 의한 성능향상은 레지스터 메모

리의 재사용이나 캐시메모리의 활용 정도에 따라 제한됨)

․코드를 벡터화하려면 인라인 어셈블리 방법으로 주요 루틴을 어셈블리 

언어로 직접 작성하거나, 일반적인 C 함수의 형태이지만 어셈블리 언어 

수준의 기능을 제공하는 intrinsic 함수를 사용하거나, C++의 경우 

Vector 클래스를 활용하는 방법이 있음. 또한 Intel 컴파일러가 자동으로 

처리해주는 자동 벡터화를 믿고 자동 벡터화가 잘 이루어질 수 있도록,

함수 구조나 변수 정렬을 맞춰 주는 방법도 있음

SIMD 벡터화 예시. SIMD 벡터화를 통해 8개의 double 

precision 변수의 덧셈을 한 번에 수행할 수 있음

* 두번째 하나의 Xeon Phi 카드의 인트라노드 프로세서끼리의 네트워크 

라이브러리로서 MPI 라이브러리 대신 OpenMP(open multi-processing)

라이브러리를 사용하는 것이 좋음

․독립적인 여러 개의 프로세스를 생성하는 MPI와는 달리 OpenMP는 한 

프로세스가 여러 개의 프로세서를 동시에 사용. OpenMP를 사용하면 여

러 개의 스레드를 생성하여 인트라노드의 여러 개의 프로세서를 이용해

서 병렬 계산을 수행하는데, 이 병렬 스레드간에 메모리 공유(shared

memory)가 가능.
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․따라서 CG inverter와 같이 병렬 계산 과정에 병렬 프로세스 혹은 스레

드 간의 커뮤니케이션, 즉 데이터 전송이 빈번한 경우 shared memory

를 사용하면 노드 간 통신시간을 대폭 줄일 수 있음. 또한 이를 역으로 

생각하면, 실험에서 이용한 것처럼 많은 수의 MPI 프로세스를 사용하게 

되면 각 프로세스당 계산 량 대비 데이터 커뮤니케이션의 비중이 높아

지게 되어 프로세스당 계산 성능이 감소하게 됨

- Xeon Phi 시스템에서의 코드 최적화

* 사용한 CPS 라이브러리 4.2 버전은 512 bit SIMD 레지스터를 사용하게

끔 벡터화 되어 있지 않았고, CG inverter에 OpenMP를 사용하지 않기 

때문에 Xeon Phi 7120P에서 최적화되어 있지 않음

* 실제로 512 bit SIMD 벡터화를 어셈블리 언어 혹은 intrinsic 함수를 통

해 구현하고, 하이브리드하게 MPI 와 OpenMP 를 사용하여 Xeon Phi

시스템에서 Tesla K20 과 같은 고사양의 Kepler 계열 GPU와 유사한 성

능을 얻은 Lattice QCD 분야의 다른 연구결과들이 있음

* 해당 실험에서는 CPS 라이브러리 최신버전인 5.0 버전을 Xeon Phi에서 

사용하지는 못했음. 대신 일반 CPU 환경에서 5.0 버전의 성능을 테스트

해 보면 다음 그림과 같이 CPS 4.2 버전에 비해 30% 가량 나은 성능을 

보여줌.

i7-4820K CPU에서 CPS 라이브러리 버전에 따른 CG 

inverter의 성능을 측정한 결과. lattice 간격이 

a≅0.12fm 인 20^3×64 MILC asqtad lattice를 사용

* CPS 라이브러리 5.0 버전에서는 4.2 버전에 비해 계산 알고리즘의 향상

뿐만 아니라 QMP, QIO 라이브러리의 사용 등 데이터 커뮤니케이션에

서도 많은 발전을 하였음. 그러므로 우리가 정상적으로 Xeon Phi 시스

템에서 CPS 5.0 버전을 사용할 수 있다면 좀더 나은 성능을 기대할 수 

있음
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코어   개수 128 200 250

성능 (GFLOPS) 5.10(22) 6.14(30) 0.68(0)

CG inverter 성능 측정 결과

- Xeon Phi 시스템에서의 병렬확장성

* FDR infiniband (54.54Gbps) 네트워크로 구성된 다수의 Xeon Phi 7120P

노드를 사용하여 성능 테스트를 수행

․다음 그림과 같이 250개의 MPI 프로세스 중 240 개를 첫 번째 7120P 노

드에 할당하고, 나머지 10개만을 두 번째 7120P 노드에 할당하였음에도 

불구하고, 250개를 사용한 측정에서 프로그램의 성능이 급격하게 저하되

는 것을 확인할 수 있음

제온파이 7120P에서 MPI 프로세스 숫자를 늘려가며 성능 테스트를 

한 결과. 250개의 제온파이 코어를 쓴 경우는 두 개의 제온파이 

7120P 카드에서 각각 240개와 10개의 코어를 사용하였다. Lattice는 

간격이 a≅0.12fm 인 20^3×64 MILC asqtad lattice를 사용

․두 번째 노드의 MPI 프로세스 수를 더 증가시키면 심지어 시스템이 다

운되어 더 많은 수의 7120P 노드를 사용하는 테스트는 수행할 수 없었

음. 자세한 결과를 다음 표에 있음

․MPI와 OpenMP 라이브러리를 함께 사용하는 하이브리드 병렬화를 위해

서라도 native 방법 대신 offload 방법을 사용하면 해결 가능할 것으로 

판단
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5. 사용자코드 -  모바일센서데이터 분석코드

∙ 코드 개요

- 고려대학교 성광제 연구원이 개발한 코드로서, 모바일 기기에서 정확한 실내위

치 추정을 위해서 수집된 센서 데이터를 TTPF(Two-tier particle filtering) 알

고리즘을 통해서 계산

- TTPF 알고리즘은 PF(Particle Filtering)을 개선한 위치 추정 알고리즘으로

서 기존보다 적은 Particle을 이용하여 계산 시간을 단축시키지만 정확도는 유

지시킴

- 이때 Particle 수가 백만개 이상일 경우에만 1m내 위치정확도가 보장되고 많은

계산 용량이 필요

∙ 모바일센서데이터 관련 개요

- 최근 스마트폰, 테블렛 PC 등과 같은 스마트 기기의 사용이 증가하면서

LBS(Location-based service)를 지원하기 위해 실내 위치 추정 시스템에 대한

연구가 활발함. 그러나 스마트 기기를 사용하는 보행자가 실내에서 자신의 위치

를 추정할 때 GPS신호 수신이 불가능하므로 스마트 기기 내에 있는 자이로스코

프(gyroscope), 가속도계(accelerator), 자기계(magnetometer), 전자 나침반

(digital compass), WiFi, Bluetooth 등의 다양한 센서들의 측정값을 사용하여

sensor fusion을 통해 현재 위치를 추정함. 이때 보행자의 위치 추정을 위해

KF(Kalman filter), EKF(extended Kalman filter), UKF(unscented Kalman

filter), PF(particle filter)와 같은 Bayesian filter를 사용하는데 PF의 경우 가장

좋은 위치 추정 성능을 보장하지만 계산 속도가 보행자의 실시간 위치 추정을

하기에는 적절하지 못함. 예를 들어, 스마트폰에서 1회 PF 연산시 1초 이상 걸

리며, 위치 정확도를 높이기 위해 파티클(particle) 수를 증가시키면 더 많은 연

산 시간을 요구함

- 해당 연구에서는 기존의 PF를 개선한 새로운 TTPF(two-tier particle filter)를

고안하여 기존의 PF의 정확한 위치 추정 성능은 유지하면서 계산 시간을 2배

이상 줄였음. 또한 TTPF의 연산 속도를 더욱 향상시키기 위해 제안하는 위치

추정 시스템에서는 Cloud offloading 방법을 통해 스마트폰에서 수집한 센서 측

정값들을 계산 가속기가 설치된 서버로 전송하여 서버에서 PF를 실행한 다음

위치 추정 결과값을 스마트폰으로 전송. 이러한 방식을 사용하여 보행자는 실시

간으로 보다 신속하고 정확한 위치 추정 결과 값을 얻을 수 있음

- TTPF(two-tier particle filtering) 알고리즘

* 신뢰할 수 있는 위치 추정을 수행하기 위해 PF(particle filtering), target

distribution 추정, 위치 추정 단계로 이뤄짐

* TTFP

․PF는 비선형 환경에서 동적인 시스템의 상태를 추정하는데 뛰어난 알고리즘으

로 알려진 sequential Monte Carlo 메소드
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․이런 성향 때문에 PF는 위치 추정을 위한 적절한 알고리즘으로 간주되어 왔으

나 PF에는 sample impoverishment와 degeneracy problem과 같은 전통적인

문제들이 존재함

․PF중 널리 사용되는 SIR 알고리즘은 importance sampling한 후 sample의 가

중치의 변동이 증가되는 degeneracy problem를 막기 위해 resampling함. 또한,

resampling을 한 후 sampling 샘플이 시간이 지날수록 가중치가 높은 한

particle로로 모여 샘플 사이의 다양성 손실을 초래하는 sample

impoverishment이 발생하며 이를 막기 위한 몇몇의 PF 알고리즘들이 존재함

․여기에서는 기존의 PF 문제(degeneracy problem과 sample impoverishment)를

해결하기 위한 방법으로 sample들의 다양성을 보존하기 위해 비모수 기법

(Nonparametric Technique)인 Gaussian Kernel Density 추정을 사용하여

target distribution 즉, likelihood function 을 추정하는 Two-tier Particle

Filter(TTPF)기반의 위치 추정 알고리즘을 제안

․target distribution을 추정하기 위해 TTPF 알고리즘은 WiFi AP와 iBeacon들

로부터 수신한 RSS 정보와 분류 알고리즘을 통해 얻은 위치 측정값 들을 사

용하여 particle 집합을 토대로 한 multimodal distribution을 생성. distribution

의 pdf는 다음과 같음

 

․이 식에서 은 시간 k에서 proposal distribution의 각 particle 의 위

치이고 는 target distribution의 각 sample의 위치. Ns는 target

distribution의 sample 수를 나타냄. 각 차원에 대한 최적의 Gaussian kernel

size hx, hy는 optimal smoothing parameter 추정법에 의해 정해짐

․즉 target distribution 추정은 measurement model의 distribution을 추정하는

것으로 간주될 수 있다. 이와 같이 TTPF는 아래 그림처럼 proposal

distribution과 추정된 target distribution이 모두 particle로 구성된 2중의

distribution을 사용하여 위치 추정을 수행
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(a) proposal distribution(importance 

density)과 (b) 추정된 target 

distribution(multimodal distribution)을 

갖는 TTPF

TTPF 알고리즘의 의사 코드(pseudocode)

․TTPF 알고리즘의 의사 코드(pseudo-code)는 위의 그림과 같으며 기본적으로

SIR 알고리즘으로부터 유도됨. Important sampling에서는 각 particle 는
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proposal distribution으로부터 생성. 그리고 추정된 target distribution을 사용

하여 위치 추정을 하기 위해, 밑의 식와 같이 particle들의 가중치를 계산. 이

과정은 위의 그림에서 5~7줄에 해당

․이 weight들을 normalizing한 후 아래 식을를 사용하여 현재의 위치를 추정

․ 위의 식에서 Ns는 proposal distribution의 sample 수이며, 는 추정된 현

재 사용자의 위치. 또한 degeneracy problem를 피하기 위해 아래식 의해

주어진 유효한 샘플수(effective sample size)가 샘플수 임계치(sample size

threshold) NT보다 클 경우 resampling를 실행. 이때 resampling 기법은 간단

하고 가중치의 변동을 최소화하기 때문에 유용하다고 입증된 systematic

resampling를 사용

․ 이러한 TTPF 알고리즘이 기존의 PF을 능가하는 다음과 같은 실용적인 장점

을 제공. 매 시간 에서 이런 반복적인 target distribution 추정과 proposal

distribution의 사용은 sample들의 다양성을 보존하여 불필요한 resampling 횟

수를 줄이며 sample impoverishment 현상을 방지. 그리고 알려지지 않은 모수

(parameter)를 따르는 target distribution를 갖는 실내 환경에서 신뢰할 수 있

는 위치 추정 성능을 보장 가능. 또한 TTPF는 기존의 PF보다 적은 particle을

사용하여 계산 시간을 2배 이상 단축시키면서 기존의 PF과 같은 위치 추정 성

능을 유지. 그러나 이중의 particle들의 집합으로 구성된 target distribution과

proposal distribution으로 인한 particle 수의 증가로 인해 실시간 위치 추정을

방해할 수 있음. 그러므로 particle 수 Ns는 실험을 통해 주워진 실내 환경에

맞춰 첫번째 distribution(proposal distribution)와 두번째 distribution(target

distribution)에서는 각각 102개과 105개의 particle을 사용. 또한 이러한 알고리

즘적 개선과 실험적 결과를 통한 기존의 PF에 대한 계산 비용 감소뿐만 아니
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라 계산 가속기 및 병렬 컴퓨팅을 통한 프로그래밍적인 그리고 물리적인 계산

비용 최적화는 좀더 실시간 위치 추정을 수월하게 함

- TTPF 병렬화 및 계산가속기 활용

PF와 TTPF 알고리즘의 실행 단계

․ Initialization 단계에서 보행자의 상태(위치)를 나타내는 각 particle들을 초기

화. Prediction 단계에서는 particle들을 통해 보행자의 상태를 예측하며 Update

단계에서는 prediction과정을 거친 particle들과 분류 알고리즘을 통해 얻은 위

치 측정값을 사용하여 보행자의 상태를 보정. Resampling 단계는 각 particle이

갖는 가중치의 변동이 증가되는 degeneracy problem 발생을 막기 위해 수행되

며 이 과정을 마치면 다시 prediction 단계를 수행

․PF와 TTPF 알고리즘에서 계산 비용이 높은 함수(hotspot)은 Initialization,

prediction, update 단계를 수행하는 setInitialState(), predict(), update()이고,

계산 비용이 낮은 함수는 resampling 단계를 수행하는 resampling()이다. 아래

그림은 Intel VTune Amplifier를 통해 측정한 PF의 hotspot에 해당하는 함수

목록임.

Intel VTune Amplifier를 통해 측정한 PF의 hotspot

․각 particle의 내부변수를 초기화하는 함수 InitializeParticles()는 상태 초기화

함수 setInitialState()에 포함되며, PF의 prediction과 update단계에서 보행자
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상태를 추정하기 위해 사용되는 함수 normalizeWeight(), getLogWeight(),

estimatePosition()는 predict()와 update() 함수에 포함. 이러한 계산 비용이 높

은 함수(hotspot)들은 계산가속기에서 병렬 실행되며 resampling 단계와 관련

된 계산 비용이 낮은 함수인 resampling()과 getESS()은 CPU에서 순차 실행

․각 계산 노드에서 CPU와 연산 가속기를 동시에 사용하여 PF와 TTPF에 대한

순차 및 병렬 실행을 하기 위해, 알고리즘의 hotspot들(initialization, prediction,

update 단계)은 연산 가속기에서 offload 형태로 처리. CPU와 연산 가속기에

할당되는 load 비율은 약 1:3 (resampling : initialization, prediction, update).

․PF에서 각 실행단계에서 처리해야 할 데이터양은 106개의 particle에 각

particle에 대한 3개의 상태변수(x좌표, y좌표, 가중치)를 곱하면 24 MB(배정

도의 경우) 또는 12 MB(단정도의 경우). 이에 반해, TTPF에서 각 실행단계에

서 처리해야 할 데이터양은 proposal distribution에 대해 102개의 particle에

각 particle에 대한 3개의 상태변수(x좌표, y좌표, 가중치)를 곱하면 2.4 KB(배

정도의 경우) 또는 1.2 KB(단정도의 경우)이며 target distribution에 대해 105

개의 particle에 각 particle에 대한 2개의 상태변수(x좌표, y좌표)를 곱하면

1.6 MB(배정도의 경우) 또는 0.8 MB(단정도의 경우)이므로 약 1.84 MB(배정

도의 경우) 또는 0.92 MB(단정도의 경우)
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∙ 수행 내용

- CPU 병렬화

* PF와 TTPF 알고리즘들에 대해서 호스트 사이의 MPI 병렬화 수행

(MPI_Scatter, MPI_Gather, MPI_Bcast 함수를 사용)

* 여러 계산 노드들을 사용하여 PF와 TTPF에 대한 분산 및 병렬 처리를 위

해 MPI 라이브러리를 이용. Root 노드에서 각 계산 노드로 처리할 데이터

를 배분하여 전송하기 위해 함수 MPI_Scatter()를 사용하였으며, 각 계산 노

드에서 처리된 데이터를 root 노드로 수합하기 위해 MPI_Gather()를 사용.

그리고 TTPF의 경우, root 노드에서 생성한 target distribution 정보를 각

계산 노드에게 broadcast하기 위해 함수 MPI_Bcast()를 이용

- Xeon Phi 병렬화

* PF와 TTPF 알고리즘들에 대해서 프로파일링을 통해 핫스팟 함수에 대

해서는 Xeon Phi에서 offload 모델로 OpenCL 언어를 이용해서 구현

* PF와 TTPF 알고리즘에 대해서 CPU와 Xeon Phi 수행 비율을 1:3으로

수행

* 호스트간의 MPI 병렬화 구현(MPI_Scatter, MPI_Gather, MPI_Bcast 함

수를 사용)

- NVIDIA GPU 병렬화

* NVIDIA GPU 가속기에서 PF와 TTPF 알고리즘의 핫스팟들에 대한 병렬

실행을 위해 CUDA로 구현

* PF와 TTPF 알고리즘에 대해서 CPU와 GPU 수행 비율을 1:3으로 수행

* 호스트에서 GPU카드 Device로 대용량 데이터 전송시 스트림(Stream)을 통한

비동기 전송으로 데이터 입력을 받으면서 GPU 프로세서를 이용하여 동시에

계산하여 대용량 데이터에 대한 처리 속도 향상

∙ 결과

- CPU에 대해서는 12노드에 대해서 병렬확장성을 보여줌

(a) (b)단정도일경우 CPU수에 따른 PF와 TTPF의 시간
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- Xeon Phi 및 NVIDIA GPU 수행 결과

* TTPF에서 배정도(Double Precision) 계산에서는 하나의 NVIDIA GPU와

Xeon Phi를 사용할 경우에 거의 비슷한 성능향상을 보여주며 단일 노드의

CPU만 사용하는 경우에 비해 약 3배, 12노드의 CPU를 사용한 CPU보다 약 2

배 가까이 성능 향상을 보여줌

* TTPF에서 단정도(Single Precision) 계산에서는 하나의 Xeon Phi 카드가 하

나의 NVIDIA GPU 카드 보다 약 1.5배 빠른 성능을 보여줌. 단일 노드의

CPU만 사용하는 경우에 비해 약 4배, 12노드의 CPU를 사용한 CPU보다 약 2

배 가까이 성능 향상을 보여줌

* 가속기 카드를 사용하는 경우에 여러 노드를 사용하면 PCI Express 및 노드간

네트워크 부하로 인하여 병렬확장성이 좋지 않음 (CPU만 사용하는 경우에 20

코어 이상에서 병렬확장성이 보장되지 않음)

* 호스트와 가속기 카드간 전송되는 데이터양은 PF는 24 MB, TTPF는 1.84

MB

* Xeon Phi에서의 상세 결과

․다음 그림은 단일 CPU(Xeon CPU)와 Phi(Xeon Phi) 또는 여러 개의 CPU와

Phi를 사용하는 계산 방법에 의해 얻어진 PF와 TTPF의 평균 계산 시간을 배

정도(double precision)와 단정도(single precision)에 따른 결과로 나누어 보여

줌. 이 그림에서 CPU와 Phi는 하나의 계산 노드를 사용했을 때를 의미하며,

12 CPUs와 12 Phis는 MPI를 통해 12개의 계산 노드를 사용하여 PF와 TTPF

의 계산한 경우를 나타냄. 또한 이 그림을 통해 알 수 있듯이 배정도와 단정도

의 경우 PF보다 TTPF가 빠른 수행속도를 보여줌. 그리고 PF와 TTPF는 대

체로 배정도와 보다 단정도일 때 계산 속도가 향상됨

(a) (b) 단정도일 경우 각 계산 방법에 대한 PF와 TTPF의 계산 시간
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․배정도의 경우, 대용량 데이터를 갖는 PF는 하나의 CPU와 Phi를 사용할 때

MPI를 이용하여 여러 CPU와 Phi 를 통해 알고리즘을 처리할 때보다 더 좋은

계산 성능을 얻을 수 있음. 왜냐하면 MPI를 사용하여 여러 계산 노드의 각 프

로세스에게 데이터를 전송하거나 수집할 때 사용되는 MPI_Bcast(),

MPI_Scatter(), MPI_Gather()와 같은 MPI 함수의 사용으로 인해 초래되는

computational overhead는 데이터 용량이 클수록 증가할 수 있기 때문. 그러나

PF보다 처리해야 할 데이터 량이 적은 TTPF는 하나의 CPU를 사용할 때보다

여러 개의 CPU를 사용할 때 더 좋은 계산 성능을 얻을 수 있음. 하지만 여러

Phi를 사용하는 경우 하나의 Phi를 사용할 때와 비교하여 현저한 계산 성능의

향상 효과를 얻을 수 없거나 오히려 성능이 저하됨. 계산 노드 수(CPU 또는

Phi수)가 증가할수록 CPU를 제외하고 Phi를 사용하는 경우 계산 시간은 오히

려 증가함. 왜냐하면 하나의 Phi만 사용해도 충분히 빠른 계산 성능을 얻을 수

있는데 반해 여러 노드의 Phi를 사용하면 MPI로 인한 overhead가 오히려 계

산 성능을 저하시킬 수 있기 때문

․단정도의 경우 PF는 배정도일 때보다 처리해야 할 데이터 량이 줄어들기 때문

에 하나의 CPU를 사용할 때보다 여러 노드의 CPU를 사용하는 것이 계산 시

간을 단축시킴. 그러나 여전히 하나의 Phi를 사용할 때 여러 개를 사용할 때보

다 좋은 성능을 얻을 수 있음. TTPF는 배정도의 경우와 마찬가지로 하나의

CPU보다 여러 CPU를 사용할 때 더 좋은 계산 성능을 얻을 수 있었으며 Phi

의 경우 하나만 사용했을 때 여러 개를 사용했을 경우와 비교하여 비슷하거나

더 좋은 성능을 얻을 수 있음

․다음 그림은 위의 그림에서 보여준 각 계산 방법에 의해 구해진 PF와 TTPF

계산 시간의 CDF 분포를 나타냄. 위의 그림 결과와 마찬가지로 배정도와 단정

도에 대해 PF와 TTPF는 하나의 Phi를 사용할 때 가장 좋은 연산 성능을 보

여줌. 아래 그림에서 보여지는 것처럼 Phi를 사용할 때 배정도와 단정도에 대

해 TTPF의 중간값(50th percentile 값)은 배정도와 단정도에 대해 각각 0.04초

와 0.03초
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(a) (b) 단정도일 경우 각 계산 방법에 대한 PF와 TTPF 연산 시간의 CDF 분포

․다음 그림은 스마트폰와 각 계산 방법의 Bayesian filtering 연산 성능을 비교

하기 위해 Apple A7 CPU를 사용하는 iPhone 5s보다 제안된 계산 방법을 사

용했을 때 연산 시간이 몇 배 정도 향상되었는지 보여준다.

․배정도의 경우 PF와 TTPF는 CPU (Apple A7)보다 CPU(intel E5-2670)와

Phi을 사용했을 때 약 2배 이상의 성능 향상을 보임. CPU보다 Phi를 사용할

때 더 좋은 계산 성능을 보였으며 특히 TTPF의 경우 Phi를 사용할 때 8배 이

상의 성능 향상을 나타냄. 왜냐하면 Phi는 CPU보다 PF와 TTPF와 같이 대용

량의 데이터를 갖는 알고리즘을 처리하는데 적합하기 때문임. 그러나 여러

CPU 또는 Phi를 사용할 경우 TTPF의 여러 CPU를 구성된 병렬 컴퓨팅 방법

을 제외하고는 단일 CPU 또는 Phi를 사용할 때 더 나은 계산 성능을 보임

․단정도의 경우 배정도의 경우와 마찬가지로 CPU(intel E5-2670)와 Phi를 사용

할 때 CPU(Apple A7)보다 약 2배 이상의 성능 향상을 보임. TTPF의 경우

Phi를 사용할 때 8배 이상의 성능 향상을 나타냄. 또한, PF와 TTPF에 대해

단일 CPU보다 여러 CPU를 사용할 때 계산 성능이 향상됨. 그러나 배정도의

경우와 같이 Phi는 여러 개를 사용할 때 PF와 TTPF의 계산 속도를 오히려

저하시킴
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(a) (b) 단정도일 경우 스마트폰 성능 대비 각 계산 방법의 성능 향상도

․계산 노드들의 수에 따른 계산 성능

–아래 그림은 배정도와 단정도에 대해 CPU 수에 따른 PF와 TTPF의 계산 시

간을 나타냄. 전반적으로 TTPF는 PF보다 연산 속도가 빠르며 PF와 TTPF

는 배정도보다 단정일 때 계산 속도가 빠름. 또한 배정도와 단정도에 대해

PF와 TTPF는 CPU수(계산 노드수)가 증가할수록 계산시간이 줄어듬. 이러한

결과는 여러 CPU를 사용하는 것이 PF와 TTPF 계산에 효과적이라는 것을

보여줌

(a) 배정도와 (b) 단정도에 대해 CPU수에 따른 PF와 TTPF의 연산 시간

–다음 그림은 double precision과 single precision에 대해 Phi수에 따른 PF와

TTPF의 계산 시간을 나타냄. 이 그림에서 보여지는 것처럼 대체로 TTPF는

PF보다 연산 속도가 빠르며 PF와 TTPF는 배정도보다 단정일 때 계산 속도

가 빠름. 배정도와 단정도에 대해 PF와 TTPF는 Phi수(계산 노드수)가 증가

할수록 계산시간은 증가한다. 왜냐하면 MPI를 사용하여 각 Phi(계산 노드)에

데이터를 전송하거나 수집할 때 사용되는 MPI_Bcast(), MPI_Scatter(),
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MPI_Gather()와 같은 MPI 함수의 사용으로 인해 초래되는 computational

overhead는 Phi 수(계산 노드수)가 많아질수록 증가할 수 있기 때문. 또한

Phi와 같은 계산 가속기는 CPU와 달리 별도의 카드 형태로 PCI 인터페이스

를 이용하여 각 계산 노드에 장착되어 있으므로 PCI 인터페이스 상으로 데이

터를 송수신할 때 지연(latency)이 추가로 발생할 수 있으므로 Phi에 MPI를

사용하면 오히려 성능이 저하될 수 있음

(a) (b) 단정도에 대해 Phi수에 따른 PF와 TTPF의 연산 시간

 ․프로세스들 수에 따른 계산 성능

–다음 그림은 12개의 계산 노드들이 PF와 TTPF 계산을 위해 CPU를 사용할

때 배정도와 단정도에 대해 프로세스수에 따른 계산 시간을 나타냄. 대체로

TTPF는 PF보다 연산 속도가 빠르며 PF와 TTPF는 배정도보다 단정도일 때

계산 속도가 빠름

계산 노드가 PF와 TTPF 연산을 위해 CPU를 사용할 경우 (a) 배정도와 (b) 단정도에 대해 

프로세스수에 따른 연산 시간

–PF의 경우, 배정도와 단정도에 대해 프로세스수가 증가할 때 수행시간이 줄
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어들지만 프로세스수가 20개를 초과하면 오히려 계산 시간은 증가. 왜냐하면

데이터량이 상당히 많은 PF는 MPI를 사용하여 여러 계산 노드의 각 프로세

스에 데이터를 전송하거나 수집할 때 사용되는 MPI_Bcast(), MPI_Scatter(),

MPI_Gather()와 같은 MPI 함수의 사용으로 인해 초래되는 computational

overhead는 데이터 용량과 프로세스수가 많아질수록 증가할 수 있기 때문

–그러나 PF보다 데이터량이 상대적으로 적은 TTPF의 경우, 배정도와 단정도

에 대해 프로세스들의 수가 증가할수록 수행시간을 줄어들며, 프로세스수가

20개에 도달하면 일정한 값으로 수행시간이 수렴. 이러한 결과들은 계산 노드

들이 CPU를 사용할 경우 단일 프로세스보다 20개 이내의 프로세스를 사용하

는 것이 PF와 TTPF 연산에 효과적이라는 것을 보여줌

–다음 그림은 12개의 계산 노드들이 PF와 TTPF 계산을 위해 Phi를 사용할

때 배정도와 단정도에 대해 프로세스수에 따른 계산 시간을 보여줌. 대체로

TTPF는 PF보다 연산 속도가 빠르며 PF와 TTPF는 배정도보다 단정도일 때

계산 속도가 빠름. 프로세스수가 20개에 도달할 때까지 PF와 TTPF의 계산시

간은 점점 증가하다가 약 20개 이후부터 PF과 TTPF의 계산시간은

fluctuation을 가지고 현저하게 증가함. 이러한 결과는 Phi의 경우 여러 개의

프로세스를 사용하는 것은 PF와 TTPF 연산에 효과적이지 못하다는 것을 보

여줌

노드가 PF와 TTPF 연산을 위해 Phi를 사용할 경우 (a) 배정도와 (b) 단정도에 대해 

프로세스수에 따른 연산 시간
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* NVIDIA GPU에서의 상세 결과

․다음 그림은 단일 CPU(Xeon CPU)와 GPU(Tesla K40M) 또는 여러 개의

CPU와 GPU를 사용하는 계산 방법에 의해 얻어진 PF와 TTPF의 평균 계산

시간을 배정도(double precision)와 단정도(single precision)에 따른 결과임

(a) 배정도와 (b) 단정도일 경우 각 계산 방법에 대한 PF와 TTPF의 계산 시간

․CPU와 GPU는 하나의 계산 노드를 사용했을 때를 의미하며, 12 CPUs와 12

GPUs는 MPI를 통해 12개의 계산 노드를 사용하여 PF와 TTPF의 계산한 경

우임.

․배정도와 단정도의 경우 PF보다 TTPF가 빠른 수행속도를 보여줌. 그리고 PF

와 TTPF는 대체로 배정도와 보다 단정도일 때 계산 속도가 향상됨. 배정도와

단정도에 대해 PF와 TTPF는 GPU를 사용할 때 가장 좋은 성능을 보여줌. 왜

냐하면 CPU보다 GPU는 PF와 TTPF와 같이 대용량의 데이터를 갖는 알고리

즘을 병렬 처리하는데 적합함

․배정도의 경우, 대용량 데이터를 갖는 PF는 하나의 CPU 또는 GPU를 사용할

때 MPI를 이용하여 여러 CPU 또는 GPU를 통해 알고리즘을 처리할 때보다

더 좋은 계산 성능을 얻을 수 있음. 왜냐하면 MPI를 사용하여 여러 계산 노드

의 각 프로세스에게 데이터를 전송하거나 수집할 때 사용되는 MPI_Bcast(),

MPI_Scatter(), MPI_Gather()와 같은 MPI 함수의 사용으로 인해 초래되는

computational overhead는 데이터 용량이 클수록 증가할 수 있기 때문. 그러나

PF보다 처리해야 할 데이터 량이 적은 TTPF는 하나의 CPU를 사용할 때보다

여러 개의 CPU를 사용할 때 더 좋은 계산 성능을 얻을 수 있음. 하지만 여러

GPU를 사용하는 경우 하나의 GPU를 사용할 때와 비교하여 현저한 계산 성능

의 향상 효과를 얻을 수 없거나 오히려 성능이 저하됨. 이러한 결과들은 다음

그림을 통해 더 자세히 분석될 수 있음. 이 그림들에 따르면 계산 노드 수

(CPU 또는 GPU 수)가 증가할수록 CPU를 제외하고 GPU를 사용하는 경우 계

산 시간은 오히려 증가. 왜냐하면 하나의 GPU만 사용해도 충분히 빠른 계산
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성능을 얻을 수 있는데 반해 여러 노드의 GPU를 사용하면 MPI로 인한

overhead가 오히려 계산 성능을 저하시킬 수 있기 때문임

배정도경우 각 계산 방법에 대한 PF와 TTPF의 계산 시간

․단정도의 경우, PF는 배정도일 때보다 처리해야 할 데이터 량이 줄어들기 때

문에 하나의 CPU를 사용할 때보다 여러 노드의 CPU를 사용하는 것이 계산

시간을 단축시킴. 그러나 여전히 하나의 GPU를 사용할 때 여러 개를 사용할

때보다 좋은 성능을 얻을 수 있음. TTPF는 배정도의 경우와 마찬가지로 하나

의 CPU보다 여러 CPU를 사용할 때 더 좋은 계산 성능을 얻을 수 있었으며

GPU의 경우 하나만 사용했을 때 여러 개를 사용했을 경우와 비교하여 비슷하

거나 더 좋은 성능을 얻을 수 있음

단정도경우 각 계산 방법에 대한 PF와 TTPF의 계산 시간
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․다음 그림은 위의 그림에서 보여준 각 계산 방법에 의해 구해진 PF와 TTPF

계산 시간의 CDF 분포를 나타냄. 위의 그림 결과와 마찬가지로 배정도와 단정

도에 대해 PF와 TTPF는 GPU를 사용할 때 가장 좋은 연산 성능을 보여줌.

이 그림에서 보여지는 것처럼 GPU를 사용할 때 PF의 중간값(50th percentile

값)은 배정도와 단정도에 대해 각각 0.25초와 0.14초이며, TTPF의 중간값은

배정도와 단정도에 대해 각각 0.05초와 0.045초

(a) 배정도와 (b) 단정도일 경우 각 계산 방법에 대한 PF와 TTPF 연산 시간의 CDF 분포 

․다음 그림은 스마트폰와 각 계산 방법의 Bayesian filtering 연산 성능을 비교

하기 위해 Apple A7 CPU를 사용하는 iPhone 5s보다 제안된 계산 방법을 사

용했을 때 연산 시간이 몇 배 정도 향상되었는지 보여줌

(a) 배정도와 (b) 단정도일 경우 스마트폰 성능 대비 각 계산 방법의 성능 향상도

․배정도의 경우, PF와 TTPF는 CPU (Apple A7)보다 CPU(intel E5-2670)와

GPU을 사용했을 때 약 2배 이상의 성능 향상을 보임. CPU보다 GPU를 사용
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할 때 더 좋은 계산 성능을 보였으며 특히 PF의 경우 GPU를 사용할 때 4배,

TTPF의 경우 GPU를 사용할 때 7배 이상의 성능 향상을 나타냄. 왜냐하면

GPU는 CPU보다 PF와 TTPF와 같이 대용량의 데이터를 갖는 알고리즘을 처

리하는데 적합하기 때문임. 그러나 여러 CPU 또는 GPU를 사용할 경우 TTPF

의 여러 CPU를 구성된 병렬 컴퓨팅 방법을 제외하고는 단일 CPU 또는 GPU

를 사용할 때 더 나은 계산 성능을 보임

․단정도의 경우, 배정도의 경우와 마찬가지로 CPU (intel E5-2670)와 GPU을

사용할 때 CPU (Apple A7)보다 약 2배 이상의 성능 향상을 보임. PF의 경우

GPU를 사용할 때 5배, TTPF의 경우 GPU를 사용할 때 4배 이상의 성능 향상

을 나타냄. 또한, PF와 TTPF에 대해 단일 CPU보다 여러 CPU를 사용할 때

계산 성능이 향상. 그러나 배정도의 경우와 같이 GPU는 여러 개를 사용할 때

PF와 TTPF의 계산 속도를 오히려 저하됨

․계산 노드들의 수에 따른 계산 성능

–여러 계산 노드의 CPU 또는 GPU를 사용하기 위해 MPI를 통해 병렬 컴퓨팅

환경을 구축한 뒤 CPU 또는 GPU 수 (계산 노드수)에 따른 PF와 TTPF의

연산 성능 측정. 다음 그림은 배정도와 단정도에 대해 CPU 수에 따른 PF와

TTPF의 계산 시간. 전반적으로 TTPF는 PF보다 연산 속도가 빠르며 PF와

TTPF는 배정도보다 단정일 때 계산 속도가 빠르고 배정도와 단정도에 대해

PF와 TTPF는 CPU수 (계산 노드수)가 증가할수록 계산시간이 줄어듬. 이러

한 결과는 여러 CPU를 사용하는 것이 PF와 TTPF 계산에 효과적이라는 것

을 보여줌

(a) 배정도와 (b) 단정도에 대해 CPU수에 따른 PF와 TTPF의 연산 시간

–다음 그림은 배정도와 단정도에 대해 GPU 수에 따른 PF와 TTPF의 계산 시

간. 대체로 TTPF는 PF보다 연산 속도가 빠르며 PF와 TTPF는 배정도보다

단정도일 때 계산 속도가 빠름. 배정도와 단정도에 대해 PF와 TTPF는 GPU
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수에 의해 거의 영향을 받지 않음. 이러한 결과는 하나의 GPU만을 사용해도

충분히 좋은 계산성능을 얻을 수 있다는 것을 보여줌

(a) 배정도와 (b) 단정도에 대해 GPU수에 따른 PF와 TTPF의 연산 시간

․프로세스들 수에 따른 계산 성능

–MPI를 통해 서로 정보를 교환하는 12개의 계산 노드에 대해 프로세스들의

수에 따른 PF와 TTPF의 계산 성능. 이러한 실험을 위해 각 계산 노드의 프

로세서인 CPU와 GPU에 대해 프로세스수를 증가시키면서 PF와 TTPF의 연

산 시간을 측정함

–다음 그림은 12개의 계산 노드들이 PF와 TTPF 계산을 위해 CPU를 사용할

때 배정도와 단정도에 대해 프로세스수에 따른 계산 시간. 대체로 TTPF는

PF보다 연산 속도가 빠르며 PF와 TTPF는 배정도보다 단정도일 때 계산 속

도가 빠름

계산 노드가 PF와 TTPF 연산을 위해 CPU를 사용할 경우 (a) 배정도와 (b) 단정도에 대해 

프로세스수에 따른 연산 시간

–PF의 경우, 배정도와 단정도에 대해 프로세스수가 증가할 때 수행시간이 줄
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지만 프로세스수가 20개를 초과하면 오히려 계산 시간 증가. 왜냐하면 데이터

량이 상당히 많은 PF는 MPI를 사용하여 여러 계산 노드의 각 프로세스에 데

이터를 전송하거나 수집할 때 사용되는 MPI_Bcast(), MPI_Scatter(),

MPI_Gather()와 같은 MPI 함수의 사용으로 인해 초래되는 computational

overhead는 데이터 용량과 프로세스수가 많아질수록 증가할 수 있음

–그러나 PF보다 데이터량이 상대적으로 적은 TTPF의 경우, 배정도와 단정도

에 대해 프로세스들의 수가 증가할수록 수행시간을 줄어들며, 프로세스수가

20개에 도달하면 일정한 값으로 수행시간이 수렴함. 이러한 결과들은 계산 노

드들이 CPU를 사용할 경우 단일 프로세스보다 20개 이내의 프로세스를 사용

하는 것이 PF와 TTPF 연산에 효과적이라는 것을 보여줌

–다음 그림은 12개의 계산 노드들이 PF와 TTPF 계산을 위해 GPU를 사용할

때 배정도와 단정도에 대해 프로세스수에 따른 계산 시간을 보여줌. 대체로

TTPF는 PF보다 연산 속도가 빠르며 PF와 TTPF는 배정도보다 단정도일 때

계산 속도가 빠름

–프로세스수가 20개에 도달할 때까지 PF와 TTPF의 계산시간은 점점 증가하

다가 약 20개 이후부터 PF의 계산시간은 프로세스수에 비례하며 선형 증가하

지만 TTPF의 계산시간은 0.5s에 수렴함. 이러한 결과는 GPU의 경우 여러

개의 processor를 사용하는 것은 PF와 TTPF 연산에 효과적이지 못하다는

것을 보여줌. 왜냐하면 GPU 하나만으로 충분히 좋은 계산 성능을 얻을 수 있

는데 MPI를 사용하여 여러 계산 노드의 각 processor에 데이터를 전송하거나

수집할 때 사용되는 MPI_Bcast(), MPI_Scatter(), MPI_Gather()와 같은 MPI

함수의 사용으로 인해 초래되는 computational overhead는 프로세스수가 많아

질수록 증가할 수 있기 때문

계산 노드가 PF와 TTPF 연산을 위해 GPU를 사용할 경우 (a) 배정도와 (b) 단정도에 대해 

프로세스수에 따른 연산 시간
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6. 범용 수치라이브러리 - FFT (Fast Fourier transform) 라이브러리

     ∙ 개요

- FFT: 편미분 방정식의 근을 구하는 수단 중 하나로 많은 계산 과학 응용에서

사용

∙ 수행 내용

- Xeon Phi에서 사용가능한 Intel MKL의 FFT 라이브러리를 Offload 및 Native

모델 이용

- NVIDIA GPU에서 사용 가능한 cuFFT(CUDA Fast Fourier Transform library)

라이브러리 사용

∙ 결과

- Xeon Phi 테스트

* 일차원 FFT을 배정도에 대해서 Offload 수행테스트 (메모리 옵션은

in-place)

- FFT 크기 16,777,216: CPU(102.506ms)대비 Xeon Phi

Offload(116.042ms)에서 1.13배 느림

※ Intel MKL 11.2에서 AO(Automatic Offload)는 FFT에서는 현재 지원하

지 않음

※ Intel MKL 11.2에서 FFTW wrapper는 Offload 모델을 현재 지원하지

않음

CPU Xeon Phi의 FFT 성능비교
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* 이차원 FFT을 배정도에 대해서 Native 수행테스트 (메모리 옵션은

in-place)

- 최적화는 벡터화를 위해서 MKL_MALLOC함수를 사용하고 배열사이즈

의 데이터 길이를 64로 나눠지게 채웠으며(Padding), 쓰레드 Affinity를

Scatter와 큰 페이지(64K>)를 사용

- 4096x4096 크기에 대해서 CPU대비 최대 3.09배 성능향상

Native CPU

Orig.
MKL_Mallo

c
Padding Huge_Page Orig.

MKL_Mallo

c
Padding

1024x1024 4 2 0 0 4 4 4
2048x2048 20 12 10 8 22 22 22
4096x4096 104 64 40 33 120 106 102

FFT에 대해서 Native와 CPU 성능비교 (단위: 소요시간(us))

- NVIDIA GPU 테스트

* 일차원 FFT을 배정도에 대해서 수행테스트 (메모리 옵션은 in-place)

- FFT 크기 16,777,216: CPU대비 메모리 전송시간을 제외하면 22,153배, 전송시

간을 포함하면 15.48배 향상

- 크기가 2048보다 적은 경우에 대해서는 CPU대비 GPU가 성능이 느림

※ FFTW 라이브러리를 사용한 C로 작성된 코드에서는 코드 수정없이

cuFFT의 header파일을 추가하고 컴파일시 라이브러리 링크만으로

cuFFT 사용가능 (Drop-in 기능)

※ 하지만 Drop-in 사용시 성능을 올리기 위해서는 데이터 전송, 타입 등

에 대한 최적화 필요

※ cuFFT 라이브러리는 C만 지원하므로 Fortran에서는 C-Fortran bind기

능을 이용해서 사용가능

CPU와 GPU의 FFT 성능비교


